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W miare jak technologie Sztucznej Inteligencji (SI) i Uczenia Maszynowego rozwijajg
sie i stajg sie coraz bardziej zintegrowane z codziennym zyciem, potrzeba budowania prze-
jrzystych i interpretowalnych modeli staje si¢ coraz bardziej istotna. Systemy SI muszg
by¢ zrozumiale, godne zaufania i etyczne, zwlaszcza te uzywane w kluczowych sektorach,
takich jak opieka zdrowotna, finanse i systemy prawne. Rozwo6] Wyjasnialnej Sztucznej
Inteligencji (eXplainable Artificial Intelligence - XAI) ma na celu sprostanie tym wyzwan-
iom poprzez m.in. tworzenie bardziej przejrzystych i intepretowalnych modeli. Jednak
wiekszos¢ prac dotyczacych XAI koncentruje sie na glebokich sieciach neuronowych, po-
zostawiajgc inne zlozone modele, takie jak np. metody zespolowe bez rozwigzan w tym
zakresie. Jednym z celéw rozprawy jest wypelnienie tej luki poprzez opracowanie nowa-
torskich metod poprawy przejrzystosci i interpretowalnosei klasyfikatoréw zespotowych,
przy jednoczesnym zachowaniu ich wysokiej jakosci predykeji oraz budowe modeli klasy-
fikacji, ktore z gory zakladajg swojg przejrzystosé. Gléwna hipoteza pracy stwierdza, ze
mozliwe jest skonstruowanie takich przejrzystych lub wyjasnialnych modeli, ktére beda
dziala¢ rownie dobrze jak modele typu "black box" w szerokim zakresie zadan predykcji
danych. W pracy zaprezentowano trzy autorskie algorytmy wyjasniania lub zastepowa-
nia zlozonych modeli przez transparentne alternatywy: Non-overlapping Tree Ensemble
(NOTE), Optimal Centroids oraz Quad Split. Przyjete cele pracy obejmuja:

e Opracowanie nowych algorytméw tworzacych przejrzyste modele klasyfikacyjne.

e Fkstrakcje interpretowalnych modeli ze zlozonych klasyfikatoré6w zespolowych, ta-
kich jak Random Forest (RF).

e Wykorzystanie metryk zlozonoéci danych do oceny i poprawy wydajnoSci prze-
jrzystych modeli.

e Ocena skutecznoéci tych metod na zbiorach danych o réznej zlozonosci aby za-
pewnié, ze modele sg zar6wno interpretowalne, jak i majg wysokie zdolnosci predyk-
cyjne.

Gléwnym wkladem tej pracy jest zaproponowanie i ocena trzech nowatorskich algo-
rytméw w dziedzinie XAI:

NOTE Metoda NOTE zostala zaprojektowana specjalnie do wyjaéniania zespoléw modeli
drzewiastych, takich jak RF. Tradycyjne modele zespotowe cechujg, si¢ krokiem integracji
predykeji z modeli bedacymi czlonkami zespotu, co utrudnia interpretacjg zespotu. NOTE
rozwiazuje ten problem, wybierajac podzbior drzew, ktore tworzg nienachodzace na siebie



obszary decyzyjne, upraszczajgc ogélny model. Proponowana metoda stosuje techniki
analizy grafow w celu zidentyfikowania regut pochodzacych z drzew decyzyjnych w ze-
spole, ktére mozna wykorzystaé do zdefiniowania nienachodzacych na siebie obszaréw,
zapewniajgc przy tym jak najlepsze mozliwosci predykeyjne modelu. Obszary pokryte
przez wybrane reguly sg przypisywane do drzew decyzyjnych, ktére sg trenowane i tgczone
w komitet, tworzgc przejrzystg wersje oryginalnego modelu, umozliwiajac uzytkownikom
latwiejsze zrozumienie indywidualnych predykeji. Wyniki eksperymentéw wykazaly, ze
metoda NOTE poprawia interpretowalnoéé, nie tracac przy tym znaczaco na wydajnosci
predykcyjnej. Na zbiorach danych o umiarkowanej zlozonosci metoda NOTE osiggneta
wyniki poréwnywalne z oryginalnym Random Forest, jednoczesnie dostarczajac duzo pre-
cyzyjniejszych informacji o procesie podejmowania decyzji.

Optimal Centroids Algorytm Optimal Centroids koncentruje si¢ na tworzeniu inter-
pretowalnych modeli klasyfikacyjnych poprzez podzial przestrzeni cech na regiony w opar-
ciu o centroidy i klasyfikator 1-NN. W tej metodzie przestrzen cech jest podzielona zgod-
nie z centroidami, ktére sg optymalizowane za pomocy algorytméw ewolucyjnych, takich
jak algorytm genetyczny. Pozycje centroidéw sa oceniane w celu znalezienia ich najlep-
szej dystrybucji, ktéra maksymalizyje dokladno§¢ modelu. W ramach kroku ewaluacji
trenowane sg przejrzyste modele dla przestrzeni decyzyjnych wyznaczonych przez cen-
troidy. Tak wytrenowany model cechuje si¢ wysoks interpretowalnoscig i dobrymi zdol-
no$ciami predykcyjnymi.

Quad Split Algorytm Quad Split to nowatorska metoda tworzenia przejrzystych mod-
eli klasyfikacyjnych, zaprojektowana z mysla o konkurowaniu z bardziej zlozonymi mod-
elami poprzez tworzenie interpretowalnych granic decyzyjnych. Algorytm ten zaklada,
ze zastosowanie wielu wyspecjalizowanych modeli do czesci zbioru danych przyniesie lep-
sze wyniki niz jeden model globalny. Aby to osiggnaé, Quad Split rekursywnie dzieli
przestrzenn decyzyjng, w oparciu o wartosci cech wyodrebnionych ze zbioru treningowego.
Wartosci te stuzg jako punkty podziatu. Algorytm ocenia te punkty, aby znalezé taki,
ktéry minimalizuje ztozonosé danych po obu stronach podziatu. Po osiggnigciu kryter-
i6w zatrzymania w kazdym podziale tworzony jest interpretowalny model, co ostatecznie
prowadzi do utworzenia zespolu przejrzystych modeli, ktéry mozna sprowadzié¢ do listy
prostych regul.

Ocena eksperymentalna W ramach pracy przeprowadzono szeroki zakres badain
eksperymentalnych trzech proponowanych metod, uzywajac 16 zbioréw danych do zada-
nia binarnej klasyfikacji o zréznicowanej zlozonosci. Zbiory te obejmowaly zaréwno
przyklady rzeczywiste, jak i syntetyczne, dotyczyczace réznych dziedzin i wyzwan, ta-
kich jak niezbalansowane rozklady klas, przestrzenie o wysokiej wymiarowosci oraz szum
danych. Eksperymenty braly pod uwage ocen¢ zlozonosci zbioréw danych w ramach
réznych kategorii, takich jak cechy, wymiarowosé¢ i liniowosé. Eksperymenty koncen-
trowaly sie na kilku kluczowych wskaznikach oceny:

o Zdolnosci predykcyjne: Wyniki kazdego modelu, mierzone przez zbalansowang
dokladnosé, Fl-score i $rednig, geometryczna, zostaly poréwnane ze standardowymi
klasyfikatorami, takimi jak Random Forest, drzewa decyzyjne oraz modele regutowe,
z naciskiem na ogélng dokladnosé predykeji.

e Zlozonoé¢ modelu: Zlozonosé podstawowych i proponowanych modeli zostala
skwantyfikowana, i oceniona w stosunku do siebie.



e Skuteczno$é jako metody wyjasniania modeli: Oceniono zdolno$é proponowanych
algorytméw do wyjaéniania modeli typu "czarna skrzynka", takich jak Random
Forest. Eksperymenty ocenily, jak dobrze proponowane metody mogg pelnié role
wyjasniajacych modeli zastepczych dla tych bardziej zlozonych.

Wszystkie powyzsze cechy zostaly ocenione w kontek$cie zmieniajacych sie parametrow
wewnetrznych algorytmoéw oraz réznych ztozonosei zbioréw danych, zdefiniowanych przez
wspomniane metryki ztozonoSci.

Whioski i przyszle kierunki badaii Praca wnosi istotny wklad do rozwoju Al
pokazujac, ze mozna budowaé przejrzyste i wyjasnialne modele bez poswiecania ich zdol-
nodci predykeyjnych. Proponowane metody — NOTE, Optimal Centroids i Quad Split
— oferujg elastyczne i interpretowalne alternatywy dla tradycyjnych modeli zespotowych
typu "czarna skrzynka". Gléwne osiggniecia pracy obejmujg;:

e Opracowanie dwoch nowatorskich algorytmoéw, ktore generujg przejrzyste modele
przy zachowaniu konkurencyjnych zdolnosci predykeji i generalizacji.

e Opracowanie algorytmu wyjasniajacego dla komitetéw drzew decyzyjnych, ktory
jest konkurencyjny wobec algorytmu RF.

e Szeroks ocene eksperymentalng, pokazujaca, ze proponowane metody moga wy-
jadniaé, a w niektoérych przypadkach zastepowaé modele typu "czarna skrzynka"
przejrzystymi alternatywami.

e Wykazanie, ze metryki ztozonoéci danych odgrywaja wazna role w okreslaniu, kiedy
przejrzyste modele sg najbardziej efektywne.

Trzy zaproponowane metody wnoszg znaczace ulepszenia w zakresie interpretowalnosci,
co czyni je odpowiednimi do zastosowan, w ktorych zaufanie i przejrzystosé sa kluczowe,
takich jak opieka zdrowotna, finanse czy zastosowanie w problemach prawnych. Oprocz
powyzszego, poczyniono kilka obserwacji, takich jak:

e Oceniane modele klasyfikacyjne zachowuja si¢ znaczaco inaczej, gdy sg, stosowane
do zbioréw danych o réznych wlasciwosciach ztozonosci.

e Wewnetrzna zlozonoéé modeli nie zawsze koreluje ze ztozonoécig zbioréw danych.

e Oceniane metody wyjasniajace, ktore wykorzystywaly wiedz¢ wyodrebniong z
ztozonych modeli, dzialaly lepiej niz z natury przejrzyste modele, gdy byly
stosowane jako modele wyjasniajace.

Przyszte badania moglyby skupi¢ si¢ na dalszym udoskonalaniu proponowanych
metod, na przyklad poprzez dostrajanie parametréw algorytmu genetycznego w metodzie
Optimal Centroids lub poszukiwanie lepszych metryk oceny dla NOTE. Dodatkowo uza-
sadnione jest sprawdzenie zastosowanie algorytméw w szerszym zakresie ztozonych metod
typu "czarna skrzynka'", takich jak sieci neuronowe. Obserwacje poczynione w pracy
mogg rowniez pomoc w opracowaniu meta-algorytmow opartych na metrykach ztozonosci
zbioréw danych. Praca wnosi znaczacy wkiad do dziedziny XAI, wykazujgc, ze mozna
budowaé przejrzyste modele bez poswiecania ich zdolno$ci predykeyjnych.



