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Dr Maciej Zieba ma trzy dyplomy magisterskie: z informatyki uzyskany w 2009 roku w In-
stytucie Informatyki Politechniki Wroctawskiej, drugi za ta sama prace w ramach umowy o
podwdjnym dyplomowaniu z Blekinge Institute of Technology, Szwecja, trzeci dyplom magi-
sterski w Naukach o Zarzadzaniu uzyskat w 2011 roku w Instytucie Organizacji i Zarzadzania,
Wydziatu Informatyki i Zarzadzania Politechniki Wroctawskiej. Doktorat z nauk technicznych
w dyscyplinie informatyka uzyskat w 2014 roku w Instytucie Informatyki Politechniki Wro-
ctawskiej, na podstawie rozprawy: Zespoty klasyfikatoréw SVM dla danych niezbalansowa-
nych. Widaé wiec, ze uczeniem maszynowym zajmuje sie od poczatku swojej kariery. Od
2016 roku zajmuje stanowisko adiunkta na Wydziale Informatyki i Zarzadzania Politechniku
Wroctawskiej, jest tez wyktadowca na studia podyplomowe ,Biznes.Al” Akademii Leona
KoZminskiego w Warszawie. Odbyt pétroczny staz doktorski na University of Wollongong w

Australii.

Dokumentacja i autoreferat dr Zieby przygotowane zostaty bardzo starannie. Jego dziatal-
no$¢ naukowa skupiona byta wokét metod i algorytmoéw rozwigzujacych podstawowe pro-
blemy z jakoscia i strukturg danych w zadaniach uczenia maszynowego. Rozprawa habilita-
cyjna oparta jest na cyklu 11 tematycznie powigzanych publikacji. Jedna z nich nie ma wspot-
autordw, 4 maja jednego wspétautora, pozostate dwadch lub w wiecej. Z oswiadczer wynika,

ze w 6 pracach wspétautorskich jego wktad byt dominujacy.

Celem badar byto opracowanie szeregu metod rozwigzujacych kilka probleméw z wyko-
rzystaniem danych w zadaniach uczenia maszynowego. Temat rozprawy jest bardzo aktual-
ny, zastosowania metod uczenia maszynowego s3 coraz szersze, ale sukces zalezy od jakosci

danych, uzywanych do treningu algorytméw. Dwie z publikacji doktora Zieby dotycza pro-
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blemu brakujgcych wartosci niektérych elementédw danych uczacych, 4 dotycza problemu
stosunkowo niewielkiej liczebnosci danych dla niektérych klas, a pozostate problemu eks-
trakcji przydatnych cech z pierwotnych danych, by przygotowac¢ uzyteczna strukture danych
uczacych. Nie s3 to oczywiscie zagadnienia nowe, jest wiele algorytmow, ktére w rézny spo-
s6b pomagaja je rozwigzad. Warto zaznaczyd¢, ze propozycje dr Zigby nie dotycza abstrakcyj-
nych algorytmow, ale pojawiajg sie w publikacjach na temat zastosowan uczenia maszyno-
wego do konkretnych zagadnieni, a wiec ich motywacja byto rozwigzywanie realnych pro-

blemoéw. Jak wypadaja te prace na tle specjalistycznej literatury?
@ Problem brakujgcych wartosci atrybutow.

Pierwsza z publikacji na ten temat, w IEEE Journal of biomedical and health informatics z
2014 roku, dotyczy systemu wspomagania decyzji diagnostycznych w medycynie, gdzie cze-
sto mamy do czynienia z brakujacymi wartosciami. Celem byto stworzenie programu, ktéry
jest niewrazliwy na brakujgce wartosci atrybutéw. Zostat on wdrozony jako komponent sys-
temu dziatajgcego w oparciu o ustugi webowe i przetestowany na rzeczywistych danych do-
tyczacych przezywalnosci pacjentdw po powaznej operacji zwigzanej z rakiem ptuc. Zastoso-
wano prostg metode oparta na komitetach SVM uczonych na réznych podzbiorach danych,
w ktérych nie ma brakujgcych wartosci. Takie podejsciem jest uniwersalne, mozna zastoso-
wac dowolny algorytm tworzac modele i taczac je w komitety. Jest tez znacznym uproszcze-
niem, bo nie rozrdznia sytuacji, w ktérej brakujgce wartosci wynikaja z celowego dziatania:
po zrobieniu wstepnych testéw czesto nie ma potrzeby dalszych, niektore testy zastepuja
podobne, inne sie wykluczajg. Rzeczywista sytuacja jest wiec znacznie bardziej skomplikowa-
na i wymaga gtebszego zrozumienia diagnostyki medycznej dla okre$lonego typu choréb.
Drugi problem z takim podejsciem wida¢ w przypadku danych Breast Cancer z Ljubliany. Do-
ktadno$¢ komitetu E-SVM wynosi 65.3%, a jego wynik trudno jest zinterpretowaé. Metody
ekstrakcji regut logicznych pokazuja, ze z tej bazy moina wyciggna¢ jedna prosta fatwo inter-
pretowalng regute o doktadnosci ponad 77%: jesli sg przerzuty a ztosliwos¢ jest duza bedzie
nawrét choroby (opublikowalismy to w 2001 roku w IEEE Transactions on Neural Networks).

Zawsze warto zaczyna¢ od najprostszych modeli zanim siegnie sig po bardziej ztozone.

Druga praca zajmujaca sie tym tematem ma 4 wspotautordw i zostata opublikowana w 2018
roku czasopismie Applied Soft Computing. Chociaz zaproponowany tu algorytm uzupetniania

brakujacych wartosci dla danych sekwencyjnych przez przewidywanie kolejnych elementéw



w sekwencji za pomoca procesu Gaussa jest uniwersalny, zostat opisany w publikacji doty-
czacej 2-wymiarowych widm magnetycznego rezonansu jadrowego (NMR). Jest to aplikacja
do wainego, praktycznego problemu, co zastuguje na uznanie. Wyszukiwanie najbardziej
prawdopodobnych potozen szczytdw sygnatéw i okreslenie ich niepewnosci jest zadaniem
trudnym. Technika 2-D NMR nie zawsze produkuje sygnaty tam, gdzie sie ich nalezy w wid-
mie spodziewaé, z czym model proceséw gaussowskich sobie radzi. Testy daty zaskakujacy
wynik, powszechnie uzywane programy do analizy takich widm robig wiele btedéw. Ten al-
gorytm nadaje sie do innych problemdéw uzupetniania brakujacych wartosci dla atrybutéw
sekwencyjnych. Inspiracjg dla jego opracowania byta praca na temat przewidywania toru

ruchu pieszych.
® Problem niezbalansowania danych uczacych.

4 publikacje dotyczg problemu stosunkowo niewielkiej liczebnosci danych dla niektérych
klas. Wiele metod klasyfikacji wykazuje w takiej sytuacji nadmierne preferencje dla klasy
najliczniejszej. Jedno z podejs¢ do radzenia sobie z tym problemem polega na generowaniu
dodatkowych danych. Algorytm SMOTE (Synthetic Minority Over-sampling Technique) rozwi-
jany od 15 lat i stosowany w bardzo wielu wariantach. Modyfikacja zaproponowana w 2015
roku przez dr Ziebe i wsp6tpracownikéw podobna jest w istocie do modnych obecnie metod
generatywnych. Stosuje Ograniczone Maszyny Boltzmanna (RBM) do transformacji danych
do przestrzeni ukrytej, w ktdrej generowane s3 syntetyczne dane z wykorzystaniem algoryt-
mu SMOTE. Dzieki temu po transformacji odwrotnej do przestrzeni pierwotnych danych ich
rozktad reprezentuje oryginalny rozktad na wiekszej ilosci danych. To intersujgce i naturalne

podejscie, ktére spotkato sie z zainteresowaniem innych badaczy.

W drugiej pracy na temat niezbalansowanych danych uczacych, opublikowanej w Machine
Learning (Tomczak, Zieba, 2015) zastosowano wazone kombinacje regut logicznych, tworzac
»miekkie reguty” decyzyjne. Nowoscia metody, nazwanej komitetami miekkich regut (CSR, w
dwéch miejscach chyba omytkowo jest CSF) jest wprowadzenie dodatkowych zmiennych
przez koniunkcje pierwotnych. To dobry kierunek badan, wiele metod uczenia maszynowego
opiera si¢ na tworzeniu uzytecznych nowych cech, np. Functional Link Networks (Pao, 1995),
czy tez nasze algorytmy Universal Learning Machines (2009) i Support Feature Machines
(2010). Problem XOR staje sie liniowo separowalny jesli wprowadzi¢ iloczyn obu wej$é jako

nowg zmienng. Drugg nowosciag omawianej pracy jest wprowadzenie reprezentacji grafowej



do obliczeri prawdopodobierstw warunkowych i zastosowanie wnioskowania Bayesowskie-
go. Pomimo tego, jak sie nalezato spodziewaé, mamy szybki wzrost czasu obliczen przy wiek-
szej liczbie atrybutéw. Testy przeprowadzono na zestawie 45 zbioréw referencyjnych z repo-
zytorium UCI, w tym 8 z obszaru diagnostyki medycznej (w tabelach diabetes i pimalmb to
ten sam zbidr, powtarza sie w czesci pozamedycznej). Te zbiory danych réinia sig znacznie
stopniem zbalansowania klas. Korekta na zbyt matg liczebno$¢ klas jest w tym przypadku
znana m-estymata prawdopodobienistwa, ktéra w liczniku i mianowniku ilorazu czgstosci
danej klasy do liczby wszystkich przypadkéw ma dodatkowy parametr m, wyznaczany ekspe-
rymentalnie. Emipryczne testy jakosci dziatania komitetow miekkich regut wypadajg podob-

nie jak inne zespoty klasyfikatoréw i metoda Naiwnego Bayesa.

Trzecia praca z tej serii, opublikowana na konferencji w 2016 roku, oparta jest na warian-
cie metody uczenia sie we wtasnym tempie (ang. self-paced learning), czyli wyborze w
pierwszej kolejnosci prostych przypadkdéw, dodajac trudniejsze na dalszym etapie uczenia.
Trudno$é kilasyfikacji oceniana jest na podstawie analizy funkcji btedu dla rozpatrywanego
przyktadu. Wymaga to oceny wartosci funkcji btedu, ktéra zostata przez autoréw zmodyfi-
kowana przez dodanie parametréw kosztéw pomytek dla réznych klas. W omawianej pracy
zrobiono to przy pomocy niezaleznej sieci neuronowej, co nie jest najlepszym rozwigzaniem.
W przypadku sieci neuronowej fatwe przypadki dajg warto$¢ funkcji bliskg oczekiwanej. Wy-
starczy wiec ustali¢ prég by ocenié, ktére dane sg tatwe (daleko od granicy decyzji), a ktére
trudne. W pracy Support Vector Neural Training (LNCS 2005) uzytem podobnej metody w
bardziej efektywny sposéb, pozostawiajac po kazdej iteracji tylko te wektory, dla ktérych
wartosci funkgji realizowanej przez sieé nie byty dostatecznie blisko oczekiwanym. W efekcie
na koAcu uczenia zostaja tylko nieliczne wektory brzegowe, uczenie jest szybkie i nie trzeba
dodatkowych parametréw. Np. na danych dotyczacych chordb tarczycy z podziatem klas ok.

2.5, 5,0i192.5% udato sie w ten sposdb osiagna¢ rezultaty na najwyzszym poziomie.

Ostatnia praca z tej serii, opublikowana w 2018 roku, dotyczy metody konstrukcji komitetu
modeli klasyfikacyjnych przy uzyciu metody boostingu, czyli specyficznej metody prébkowa-
nia danych. Przez analogie z popularnym algorytmem AdaBoost, wykorzystanie w prébko-
waniu rozktadu beta-dwumianowego nazwano BetaBoost. Dla kazdej z klas tworzony jest
osobny rozktad beta-dwumianowy, co pozwala na wyréwnanie liczby danych w klasie. Zgod-

nie z filozofig boostingu robi sie ranking bazowych klasyfikatoréw, osobno dla kazdej klasy.



Zastosowano dwie strategie, w zaleznos$ci od zaufania do jakosci danych uczacych. Te zato-
zenia wptywajag na parametry rozktadu a przez to sposéb prébkowania klas. Jesli zaufanie do
jakosci danych jest niskie przywigzuje sie mniejszag wage do bteddéw, czyli przypadkéw ,trud-
nych”, jesli zaufanie jest wysokie prébuje sie je uwzgledni¢. To przypomina optymalizacje
marginesu w metodzie SVM, gdzie parametr C wptywa na lepsze dopasowanie lub wiekszg
generalizacje modelu i jest oceniany w procesie kroswalidacji. Mozna byto problem wyboru
strategii tak witasnie rozwigzaé. Obydwa podejscia przetestowano na dwéch silnie duzych
zbiorach z obszaru oceny ryzyka kredytowego, w ktérych liczba przypadkéw w klasie pozy-
tywnej stanowi ponizej 10% negatywnej. Poréwnania jakosci za pomoca krzywych AUC poka-
zaly, ze BetaBoost dziata znacznie lepiej niz zwykle stosowane zbalansowane prébkowanie
(balanced bagging). Niestety takie metody nie dajg nam wgladu w najwazniejsze atrybuty dla

podjetej decyzji.
Pozostate prace dr Zieby przedstawione jako osiggniecie naukowe dotyczg wiasnie
® interpretowalnosci modeli uczenia maszynowego.

Explainable Al to obecnie bardzo aktualny temat. W pracy z 2015 roku w czasopi$mie Expert
Systems with Applications Tomczak i Zieba opisali zastosowanie Ograniczonych Maszynach
Boltzmanna (RBM) do konstrukgji interpretowalnego klasyfikatora do scoringu kredytowego.
Zwykle stosuje sie tablice scoringowe do zliczania liczby punktéw przypisanych do danego
przypadku, wykorzystujac model regresji logistycznej. Pozwala to na uzasadnienie decyzji, do
ktérego zobligowane sg instytucje finansowe w wielu krajach. Jest to popularny temat badan
i zaproponowano tu wiele rozwigzan. Motywacjg do zastosowania RBM jest mozliwos¢ stwo-
rzenia dobrego, interpretowalnego modelu klasyfikacyjnego na niezbalansowanych binar-
nych danych. Sieci RBM ucza sie rozktadu prawdopodobienstw tagcznych aktywacji wszystkich
jednostek. Dla kazdej z klas mozna okresli¢ prawdopodobieristwo pojawienia sie danej cechy
wejsciowej zaktadajac zerowe wejscia pozostatych cech. Nie zawsze jest to najlepsze rozwia-
zanie, nie podano jednak uzasadnienia takiego zatozenia. Tak obliczone prawdopodobien-
stwo okresla istotnos¢ cechy w tablicy scoringowej, a punkt odciecia, powyzej ktérego przy-
znawany jest kredyt, wyznaczany jest za pomocg zbioru walidacyjnego.

Metoda oceny ryzyka kredytowego testowana byta przy uzyciu 4 zbiordw, od niecatych 500

przypadkow do 150.000. Na najwiekszym z tych zbioréw tablice scoringowe oparte na RBM

osiaggnety bardzo dobry wynik, wyraznie lepszy niz drzewa decyzji i metoda regutowa RIPPER.



Jedynie w przypadku najmniejszego zbioru danych, Australian Credit, szereg metod okazato
sie lepszych. Znam kilka przyktadéw, w ktérych decyzje kredytowe mozna byto wyjasnié za
pomoca pojedynczego atrybutu lub podobieristwa do jednego prototypu. Jeden z nich doty-
czy wiasnie zbioru Australian credit. Wida¢ wiec, ze trzeba najpierw sprawdzaé najprostsze

modele bo ztozone metody nie dziatajg w takich przypadkach najlepiej.

W najczesciej cytowanej publikacji dr Zigby i wspdtpracownikéw “Ensemble boosted trees
with synthetic features generation in application to bankruptcy prediction” (2016) wykorzy-
stano ewolucyjng procedure selekcji najistotniejszych cech. Ciekawym pomystem jest tu wy-
korzystanie syntetycznych cech, czyli arytmetycznych kombinacji danych wejsciowych. Po-
niewaz uczenie drzew decyzji jest szybkie i automatycznie odrzuca nieprzydatne cechy moz-
na to zrobié na duza skale. Jako algorytm adaptacji zastosowano metode Extreme Gradient

Boosting. Koricowy model to komitet losowych laséw z wazonym gtosowaniem.

Ta metoda zostata zastosowana na realnych danych dotyczacych przewidywania bankruc-
twa polskich firm w skali czasowej od 1 do 5 lat w oparciu o 64 wskazniki kondycji firmy. Do
poréwnania uzyto 13 metod klasyfikacji. Rezultaty opracowanej metody sg znaczgco lepsze
niz metod konkurencyjnych, a ranking wygenerowanych ewolucyjnie kombinacji cech daje
pewien wglad w syntetyczne wskazniki, chociaz interpretacja wigkszosci tych cech nie jest
prosta. Warto rozwazy¢ inne metody generacji przydatnych cech, o czym wspomniatem po-
wyzej.

Na konferencji ICRL (International Conference on Learning Representations) w 2017 roku
Maciej Zieba i Lei Wang przedstawili prace Training triplet networks with GAN. Temat czg-
éciowo nadzorowanego uczenia sie rozwijany jest od dawna. W tej pracy zastosowanie mo-
del generatywny typu GAN (Generative Adversarial Nets), do uczenia sig cech na warstwach
poérednich sieci dyskryminujacej. Tréjkowe funkcje strat w przypadku binarnej klasyfikacji
oparte s3 na prawdopodobiefstwach wyliczonych z odlegtosci pomigdzy wybranym wekto-
rem i pojedynczymi wektorami z obu klas. Zadaniem generatora jest tworzenie rozktadow
aktywacji warstwy ukrytej dyskryminatora nieodréznialnych od prawdziwych, a dyskrymina-
tora uczenie dopasowywania cech w trybie nadzorowanym. Celem jest stworzenie jak naj-

lepszej reprezentacji rozktadu analizowanych danych.

Testy przeprowadzono na zbiorze matych obrazkéw CIAR-10 oraz zbiorze recznie pisanych

cyfr MNIST, zawierajacych odpowiednio 50000 i 60000 elementéw podzielonych na 10 klas.



Wybrano niewielka liczbe przypadkéw z przypisanymi klasami. Do klasyfikacji zastosowano
algorytm najblizszych sgsiadéw w oparciu o metryke trojkowa. Poréwnanie ze zwykta siecig
tréjkowa i modelem typu GAN bez regularyzacji sieci tréjkowej wypada bardzo korzystnie dla
kombinacji obu metod. Praca oparta jest na najnowszych doniesieniach naukowych i napisa-
na jest w bardzo zwarty sposéb, zapewne ze wzgledu na ograniczenia konferencyjne. Nie jest

jasne jak dobrano parametry (liczbe cech i sgsiadéw).

Kolejna praca, opublikowana z udziatem 3 wspétautoréw na najwyzej notowanej w tej
dziedzinie konferencji NIPS w 2018 roku, dotyczy réwniez uczenia sig reprezentacji danych w
nienadzorowany sposob przy wykorzystaniu techniki GAN. Model BinGAN wykorzystuje sie¢
dyskryminujaca, ktérej warstwa posrednia podlega regularyzacji. W warstwie o duzej liczbie
wymiaréw policzono odlegto$ci Hamminga pomiedzy reprezentacjami obiektéw wejscio-
wych, ktére zostaty uzyte do regularyzacji gtebszej warstwy, majacej dostarczy¢ binarnej re-
prezentacji obiektéw. To podejscie okreslono jako Distance Matching Regularizer (DMR).
Drugg formg regularyzacji jest maksymalizacja entropii reprezentacji binarnych warstwy do-
celowej sieci dyskryminujacej, zwiekszajgca réznorodnos¢ binarnych kodowan. Dzieki temu
otrzymano zwartg reprezentacje binarng z warstwy posredniej dyskryminatora. Pozwala to
zwiekszy¢ niezalezno$¢ pomiedzy reprezentacjami réznych klas. Trening modelu nie wymaga
etykiet, na zmiane uruchamiany jest generator i dyskryminator. Reprezentacje binarne utwo-

rzone w ten sposdb mozna wykorzystac jako nowe deskryptory obrazéw.

Testy przeprowadzono na bazie CIFAR-10. W zadaniu dopasowywania obrazéw uzyto sieci
o catkowitej liczbie warstw réwnej 10, a docelowe reprezentacje binarne miaty wymiar 256.
Podobna sieé¢ zostata zastosowana w zadaniu wyszukiwania obrazéw. Wyniki poréwnano z
10 innymi metodami opartymi na technikach haszowania i dla 16, 32, 64 bitéw BinGAN wy-
kazat sie znaczgca przewagy. Metoda pozwala na generacje nowych fragmentoéw obrazéw,
ktére mozna uzywac do uczenia nadzorowanego. Autorzy udostepnili tez oprogramowanie
pozwalajace odtworzy¢ ich wyniki. Jest to bez watpienia waina publikacja. Nie podano
szczeg6téw dotyczacych ztozonosci obliczen, ale nie powinna to by¢ przeszkoda by rozwing¢

praktyczne zastosowania.

Ostatnia omawiana publikacja ma 6 wspétautoréw a swoj wktad dr Zieba szacujg na okoto
1/3. Praca ta dotyczy zastosowania uczenia reprezentacji danych w trybie nienadzorowanym

przy uzyciu generatywnego modelu dla chmur punktéw w 3 wymiarach. W tym przypadku



uzyto modelu opartego na gtebokim autoenkoderze (adversarial nie ma dobrego ttumacze-
nia, moze ,zwodniczy” oddaje tu sens) AAE dostosowanego do danych w 3 wymiarach. Jest
to nietrywialne rozszerzenie modelu uzywanego do analizy obrazéw. Proponowany model
3dAEE pozwala na wyuczenie sie kompaktowej reprezentacji binarnej rozktadéw punktéw w
warstwie ukrytej przy uzyciu techniki GAN. Na podstawie wyuczonej reprezentacji mozliwa

jest generacja rozktadu punktéw w 3 wymiarach.

Testy wykonano na zbiorze referencyjnym ShapeNet. Mozliwosci generatywne zostaty
sprawdzone z wykorzystaniem standardowych miar. Operacje na reprezentacjach warstwy
ukrytej pozwalajg na generacje nowych obiektéw, taka sie¢ moze wykazac sie kreatywnoscia.
Jako$¢ binarnych reprezentacji oceniono wykorzystujac liniowego klasyfikatora SVM i jest
ona poréwnywalna z najlepszymi znanymi metodami. W tej publikacji jest tez wiele innych

nowosci.

Google Scholar na poczatku marca 2021 roku uwzgledniat 49 publikacji dr Zieby, a liczba
jego cytowad siegata 650, indeks Hirscha réwny wynosit 12. W Semantic Scholar (Allen Insti-
tute for Al) rezultaty s prawie identyczne, podana jest tez liczba cytowar o duzym wptywie
(infuential citation), ktéra wynosi 34. W ciggu ostatnich dwdch lat liczba cytowan prac dr
Zieby wzrostg dwukrotnie i tylko w ubiegtym roku byta wynosita prawie 200. W bazie Scopus
byto 29 dokumentéw i 339 cytowan, oraz indeks h=9. Wida¢ tez rosngce wyrafinowanie

opracowywanych przez niego algorytmow.

W sumie jest to znaczacy dorobek naukowy w waznej i bardzo aktualnej specjalnosci in-
formatyki technicznej. Nie mam watpliwosci, ze dr Zieba posiada kwalifikacje do samodziel-
nej pracy naukowo-badawczej a uznanie jego wynikéw naukowych bedzie dalej szybko rosto.
Przedstawiony mi do oceny materiat uwazam za w petni wystarczajacy, by spetni¢ ustawowe

i zwyczajowe wymagania dotyczace nadania mu stopnia doktora habilitowanego.
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