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Streszczenie

W pracy skupiono sig na zastosowaniu optymalizacji wielokryterialnej w zada-
niu selekeji cech w klasyfikacji gléwnie danych niezbalansowanych. Selekcja cech
wyznacza podprzestrzen cech dla kazdego modelu, a mechanizm ten zapewnia
réznorodnodé modeli w zespole. Badania w tym obszarze wykazaly, ze optymali-
zacja pod katem selekeji cech daje dobre rezultaty, a proponowane metody cza-
sami przewyzszaja metody referencyjne. Dodatkows zaletg proponowanych algo-
rytméw wykorzystujacych optymalizacje wielokryterialng jest mozliwoéé wybo-
ru najlepszego rozwiazania, czego nie oferujg metody klasyczne. Przedstawione
ponizej cele badawcze potwierdzily postawiong na wstepie hipotezg badawczg,

Zastosowanie optymalizacji wielokryterialnej do uczenia klasyfika-
toréw na podprzestrzeniach cech pozwala uzyskaé¢ modele o jakosci
predykeji nie gorszej niz metody referencyjne i pozwala na wybér
rozwigzania dostosowanego do potrzeb uzytkownika.

Aby udowodnié hipotezg, sformulowano kilka, celéw.

e Opracowanie metod selekcji cech w oparciu o optymalizacje wie-
lokryterialng do konstruowania pojedynczych klasyfikatoréw.

Cel ten zostal osiggnigty poprzez zaproponowanie metod wykorzystuja-
cych optymalizacje do przeprowadzenia selekcji cech. Metody wykorzy-
stujg algorytmy optymalizacyjne takie jak GA w wersji jednokryterialnej
i NSGA-II w wersji wielokryterialnej. Zalets stosowania optymalizacji jest
uwzglednienie nie tylko jakosci zbudowanego klasyfikatora, ale takze kosz-
tu funkeji, co jest szczegdlnie wazne w uczeniu uwzgledniajacym koszty.
Jednoczesna optymalizacja dwéch kryteriéw, maksymalizacja wydajnosci
i minimalizacja kosztéw, w przypadku optymalizacji wielokryterialnej daje
zestaw rozwigzaf, spodréd ktérych uzytkownik moze wybraé najbardziej
dopasowane do swoich potrzeb. Zaproponowane metody osiagnely jakosé
poréwnywalng z metodami klasycznymi, przy czym te ostatnie nie po-
zwalajg na mozliwos¢ wyboru ze zbioru rozwiazan i zwracaja tylko jedno
rozwigzanie.
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e Opracowanie wielokryterialnej metody uczenia zespoléw klasy-
fikatoréw z wykorzystaniem uczenia maszyn wektoréw nosnych
(Support Vector Machines), ktére opierajg klasyfikatory na pod-
przestrzeniach przestrzeni cech.

Cel ten osiggnieto proponujac metodg SEMQOOS. SEMQOS jest zespolem
skladajacym sie z pojedynczych klasyfikatoréw SVM wykorzystujacych
optymalizacje wielokryterialng i algorytm NSGA-II do przeszukiwania
przestrzeni cech i znajdowania dwdch parametréw klasyfikatorow SVM.
NSGA-II zwraca zestaw takich rozwigzan, a kazde z nich sluzy do ucze-
nia modelu, ktéry nastepnie jest dodawany do puli, tworzgc klasyfikator
zespolowy. Stosowanie w tej metodzie proponowanego losowania zbioru
treningowego i testowego (center-based bootstrapping) oraz usuwanie mo-
deli z finalnego zespolu klasyfikatoréw (pruning) jest opcjonalne. Metoda
zostala przetestowana na wielu niezbalansowanych zbiorach danych i uzy-
skala zadowalajace wyniki w poréwnaniu z metodami referencyjnymi.

e Opracowanie metody uczenia zespolu klasyfikatoréw z wykorzy-
staniem klasyfikatoréw bazowych drzew decyzyjnych na pod-
przestrzeniach przestrzeni cech i zagregowanych kryteriow.

Cel zostal zrealizowany poprzez zaprezentowanie metody DE-Forest wy-
korzystujacej algorytm optymalizacyjny Differential Evolution w celu zna-
lezienia najlepszego wektora cech dla calego zespolu w odniesieniu do réz-
nych zagregowanych metryk. Taki wektor jest odpowiednio przygotowany
i na jego podstawie mozna wytrenowaé poszczegdlne modele drzew decy-
zyjnych, aby utworzyly zespdél. Zaproponowana metoda czesto przewyzsza,
metody referencyjne.

e Opracowanie wielokryterialnej metody uczenia zespotu klasyfi-
katoréw z wykorzystaniem klasyfikatoréw bazowych drzew decy-
zyjnych na podprzestrzeniach przestrzeni cech w celu utworzenia
lasu nielosowego.

Cel ten osiagnieto proponujac metode MOOforest, czyli zespdt zbudowany
z poszczegdlnych drzew decyzyjnych przy uzyciu algorytmu optymalizacji
wielokryterialnej MOEA/D. MOEA/D przeszukuje przestrzefi cech dla
calego zestawu w oparciu o jednoczednie dwa kryteria: Precision i Re-
call. Dzigki temu zwraca zbidr rozwigzan, z ktérych przy pomocy funkcji
PROMETHEE II wybierane jest jedno rozwigzanie. Modele sg, trenowane
w oparciu o to rozwigzanie, ktére sklada sig¢ na finalny zespdl. Zapropo-
nowana metoda w wielu przypadkach przewyzsza metody referencyjne.

e Opracowanie wielokryterialnej metody uczenia zespolu klasyfi-
katoréw z wykorzystaniem klasyfikatoré6w bazowych na podprze-
strzeniach przestrzeni cech i optymalizacji lokalnej.

Cel zostal osiagniety poprzez zaproponowanie metody MOLO. Jest to ory-
ginalna metoda wykorzystujaca wielokryterialng optymalizacje lokalng w
celu zbudowania zréznicowanego zespolu. Kazdy podstawowy model DT



jest trenowany na jednym wylosowanym podzbiorze. Optymalizacja prze-
szukuje mozliwe rozwigzania na kazdym etapie i dodaje jeden model do
zespolu. Ograniczenia w znacznym stopniu zapobiegaja rozprzestrzenia-
niu sie poszukiwar, dzieki czemu algorytm wybiera éciezki, ktére w danym
momencie zapewniaja najlepsze wyniki. Metode MOLO przetestowano dla
dwoéch zestawéw podwdjnych kryteriéw i moze ona réwniez obstuzyé przy-
padek trzech kryteriéw. Na koniec MOLO zwraca kilka zestawéw, sposrod
ktérych uzytkownik moze wybraé ten, ktéry najlepiej odpowiada jego po-
trzebom. Obszerne testy na danych niezbalansowanych, poréwnujace me-
tody proponowane i referencyjne, wykazaly przewage metody MOLO.

Eksperymentalna ocena otrzymanych metod.

Cel ten osiggnieto poprzez poréwnanie wszystkich zaproponowanych me-
tod: SEMQOS, DE-Forest, MOOforest i MOLQ. Testy statystyczne i szcze-
golowe wyniki dla kazdego zestawu danych wykazaly charakterystyke kaz-
dej metody i obszary ich kompetencji.



