Autoreferat

Spis tresci
1. Posiadane dyplomy, stopnie NAUKOWE .........covviiiiiniiiiii 2
2. Informacja o dotychczasowym zatrudnieniu w jednostkach naukowych ... 2
3. Omowienie osiggnieé, o ktorych mowa w art. 219 ust. 1 pkt. 2 ustawy ..., 3
3.1.  Glowne osiggnigcic NAUKOWE........covcciniiiiiiiiiiiiii e 5
3.1.1. Cele i hipotezy badaweze...........ccooviiiiiiiniiniii s 8
3.1.2. Problemy ochrony graféw przed zagroZzeniami..........coooovveiiinininnninnininnes 10
3.1.3. Podziat cykiu publikacji na obszary tematyczne ..........ccocvveciiiiniiiiincinnn 16
3.1.4. Algorytmy metaheuryStyCzne .......coooovcviiiiiiiiiiiiiniinsss e 17

3.1.5. Algorytmy  metaheurystyczne  wykorzystujgce ~ modele  uczenia
INASZYIIOWEEZO . .ve.vveeverserererearerseraressenstsreshaesbssstasissas e bt s stesrbeshbaateasbesseanbessee 26

3.1.6. Zastosowanie  algorytmow  metaheurystycznych  do  problemow

1ZECZYWISTYCH ..ot 48
3.1.7. Projekty badawcze powiazane tematycznie z cyklem publikacji............... 55
3.1.8. Podsumowanie gidwnego osiggniccia naukowego......ccovniniiiiicvnnan, 56

3.2. Prace badawcze oraz wynikajgce z nich publikacje w obszarze optymalizacji
WICLOKIYLETIAINE] 11.vevvieirereieeei et 60

3.3. Prace badawcze oraz wynikajgce z nich publikacje w obszarze optymalizacji
logistyKi i tranSPOITU .....ccocirvinioiiiiiiii i 62

3.4, Prace badawcze oraz wynikajgce z nich publikacje w zakresie wizualizacji
przestrzeni rozwigzan problemow optymalizaci.........cooevivierniiineinenins 64

Informacja o wykazywaniu si¢ istotng aktywno$cig naukowa realizowang w wigcej niz
jednej uczelni lub instytucji naukowej w szczegdlnodci zagranicznej........ocevverrreeceenncn, 67

Informacja o osiggnieciach dydaktycznych, ksztatceniu kadry naukowej, organizacyjnych

oraz popularyzujacych Naukeg ... 70
Nagrody REKIOTa .....cciviviviiiiciiiiiii i 71
f IR 1) ¢ 1111 - N O OO OO PSP TP PPIPPPo 71

PODPIS ZAUFANY.

KRZYSZTOF DOMINIK
MICHALAK

220852024 £3:5539 (GMY 2}
Dalasrient pudplsany elexwoniznte
podpisem 2aukaaym



Imig¢ i nazwisko

Krzysztof Michalak

1. Posiadane dyplomy, stopnie naukowe

2010

2001

Politechnika Wroclawska, Wydzial Informatyki i Zarzadzania

Stopien naukowy: doktor nauk technicznych w dyscyplinie: informatyka

Temat rozprawy doktorskiej: “Mieszana metoda wyboru cech do zadania
klasyfikacji”.

Promotor: prof. dr hab. inz. Halina Kwasnicka

Rozprawa zostala wyrézniona decyzja Rady Wydzialu,

Politechnika Wroclawska, Wydzial Informatyki i Zarzgdzania

Tytut zawodowy: magister inzynier w dyscyplinie: informatyka

Temat pracy magisterskiej: “Inteligentne metody poszukiwania liniowych kodéw
korekeyjnych”.

Promotor: prof. dr hab. inz. Halina Kwasnicka

2, Informacja o dotychczasowym zatrudnienin w jednostkach
naukowych

02.2012 — obecnie Uniwersytet Ekonomiczny we Wroclawiu

Katedra Technologii Informacyjnych
Adiunkt

02.2011-01.2012  Uniwersytet Ekonomiczny we Wroclawiu

Katedra Technologii Informacyjnych
Asystent

11.2013 - 08.2014 Politechnika Wroclawska
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3. Oméwienie osiggnieé, o ktérych mowa w art. 219 ust. 1
pkt. 2 ustawy

W tym rozdziale zostaly zaprezentowane osiagnigcia naukowe, o ktérych mowa w art.

219 ust. 1 pkt. 2 ustawy.

Gléwne osiggnigeie naukowe:

Cykl publikacji (zgodnie z art. 219 ust. 1 pkt. 2 lit. b ustawy) zatytulowany
,Algorytmy metaheurystyczne dla probleméw ochrony graféw przed
zagrozeniami”. Zgodnie z Art. 179, ust. 6, pkt. 2 ustawy "Przepisy wprowadzajgce
ustawe - Prawo o szkolnictwie wyzszym i nauce" (Dz.U.2018.1669 z pézn. zm.) w
ramach cyklu zostaly uwzglednione takze artykuly opublikowane w czasopismach
naukowych lub recenzowanych materiatach z konferencji migdzynarodowych, ujetych
w wykazie sporzadzonym zgodnie z przepisami wydanymi na podstawie art. 267 ust.
2 pkt 2 lit. b tej ustawy, przed dniem ogloszenia tego wykazu.

W Tab.1 wymienione sa publikacje wchodzace w sktad cyklu wraz z danymi
naukometrycznymi. Podpunkt 3.1.2 opisuje problematyk¢ ochrony graféw przed
zagrozeniami, za$ podpunkt 3.1.3 przedstawia podzial gléwnego osiggnigcia (cyklu
publikacji) na obszary tematyczne, ktére sa dokladniej omdéwione w podpunktach
3.1.4-3.1.6. W podpunkcie 3.1.7 omoéwione sa projekty badawcze powigzane
tematycznie z glownym osiggnigciem naukowym (cyklem publikacji). Gléwne

osiagnigcie naukowe jest podsumowane w podpunkcie 3.1.8.

Inne osiagniecia naukowe:

L.

Prace badawcze oraz wynikajagce z nich publikacje w obszarze optymalizacji
wielokryterialnej (punkt 3.2).

Prace badawcze oraz wynikajgce z nich publikacje w obszarze optymalizacji logistyki
i transportu (punkt 3.3).

Prace badawcze oraz wynikajace z nich publikacje w zakresie wizualizacji przestrzeni

rozwigzan w problemach optymalizacji (punkt 3.4).



Prezentowane osiagnigcia stanowia znaczny wklad w rozwdéj dyseypliny informatyka

techniczna i telekomunikacja miedzy innymi poprzez:

Opracowanie nowych algorytméw metaheurystycznych oraz ich elementéw
(np. operatoréw genetycznych) dla problem6w ochrony graféw przed zagrozeniami.
Opracowanie podejscia do rozwigzywania problemoéw optymalizacji w zakresie
ochrony graféw przed zagrozemiami z wykorzystaniem modeli uczenia
Maszynowego do ukierunkowania przeszukiwania w algorytmach
metaheurystycznych, migdzy innymi poprzez ich uzycie do sterowania operatorami
genetycznymi, takimi jak operatory krzyzowania i mutacji.

Zaproponowanie i wykazanie skutecznoSci podejécia »Wytrenuj raz, stosuj
wielokrotnie” (Rys. 6) dla probleméw optymalizacji w zakresie ochrony grafow
przed zagrozeniami polegajacego na trenowaniu modeli uczenia maszynowego na
matych instancjach probleméw w taki sposéb, aby mozna bylo wytrenowany model
zastosowac dla duzo wigkszych instancji tego samego problemu.

Przeprowadzenie prac badawczych dla probleméw optymalizacji dotyczgcych
ochrony przed zagrozeniami w $wiecie rzeczywistym (epidemie oraz upadiosci
podmiotéw gospodarczych).

Przeprowadzenie analizy oraz ulepszenie dzialania algorytmu MOEA/D -
Jjednego z najpopularniejszych algorytméw ewolucyjnych dla optymalizacji
wielokryterialnej a takze wulepszenia dzialania algorytméw przeszukiwania
lokalnego dla kombinatorycznych probleméw optymalizacii.

Prace badawcze dotyczace problemu Inventory Routing Problem (IRP), w tym
zaproponowane podejscie  wykorzystujace wiedz¢ dziedzinowa do poprawy
uzyskiwanych  wynikéw. Zaproponowane zostalo takze nowe podejscie
wykorzystujace optymalizacj¢ ewolucyjng do generowania trudnych instancji tego
problemu, przydatnych w badaniach nad algorytmami optymalizacji.
Zaproponowanie metody transformacji z wysokowymiarowej przestrzeni wektoréw
binarnych, permutacji, itp. do niskowymiarowej przestrzeni euklidesowej, co ulatwia

rysowanie wykresow, wizualizacj¢ populacji w algorytmach ewolucyjnych, itp.

O znaczeniu prezentowanych prac moze réwniez $wiadczyé fakt publikacji w wysoko

punktowanych czasopismach oraz na wiodacych konferencjach naukowych a takze

zrealizowanie badan dotyczacych zastosowan dla probleméw rzeczywistych we wspolpracy

migdzynarodowe;j.



3.1. Glowne osiggni¢cie naukowe

Gléwnym osiggnieciem naukowym prezentowanym w ramach niniejszego wniosku

habilitacyjnego jest cykl powigzanych ze sobg tematycznie publikacji pod zbiorczym tytulem:

Algorytmy metaheurystyczne dla probleméw ochrony grafow
przed zagroZeniami

Prezentowane artykuly dotycza przede wszystkim opracowania nowych algorytmow
metaheurystycznych oraz ich elementéw (np. operatoréw genetycznych dla algorytméw
ewolucyjnych). Czeéé artykutéw przedstawia wyniki prac badawczych przeprowadzonych na
danych rzeczywistych.

W sktad cyklu wchodzg, wymienione w Tab.1, artykuly opublikowane
w miedzynarodowych czasopismach naukowych lub na wiodacych konferencjach naukowych
spelniajace warunki art. 219 ust. 1 pkt. 2 lit. b ustawy ,, Prawo o szkolnictwie wyzszym
i nauce”. Zgodnie z Art. 179, ust. 6, pkt. 2 ustawy ,, Przepisy wprowadzajqce ustawg - Prawo
o szkolnictwie wyzszym i nauce” (Dz.U.2018.1669 z pézn. zm.) w ramach cyklu zostaly
uwzglednione takze artykuly opublikowane w czasopismach naukowych lub recenzowanych
materiatach z konferencji migdzynarodowych, ujetych w wykazie sporzadzonym zgodnie
z przepisami wydanymi na podstawie art. 267 ust. 2 pkt 2 lit. b tej ustawy, przed dniem
ogloszenia tego wykazu. Wszystkie artykuly wchodzace w sklad cyklu zostaly opracowane
i opublikowane po uzyskaniu stopnia doktora.

Dla kazdego z artykuléw podano liczbg punktow MNiSW wedlug punktacji z roku
publikacji oraz wedlug wykazu z dnia 2024.01.05, wspolczynnik wplywu (Impact Factor,
IF) z roku wydania publikacji (lub w przypadku nowych publikacji najnowszy dostgpny) oraz
liczbe cytowan (bez autocytowai) na podstawie bazy Web of Science (WoS), Google
Scholar (GS) i Scopus (SC). Dla konferencji podana zostata pozycja w rankingu CORE.
Laczny IF to 30.139. Sposrod publikacji konferencyjnych, osiem zostato opublikowanych na
konferencjach majacych pozycje w rankingach CORE (pig¢ — A, trzy za$ C). W przypadku
publikacji wieloautorskich w tabeli podany jest méj szacowany udzial procentowy. Udziat
merytoryczny opisany jest w oswiadczeniach o wspolautorstwie. Wykaz zawarty w Tab. 1

podzielono na obszary tematyczne, ktore oméwione sa w podpunkeie 3.1.3.



| Publikacja |

A0l | K. Michalak

Tab. 1. Ariykuly opublikowane v migdzynarodowych czasopismach naukowych Iub na wiodgcych
konferencjach naukowych vwchodzqce w sklad glownego osiggnigcia naukowego (eyklu publikacyi)

Dane nanko-
metryerne . |

[ Udzial

Obszar
temat,

 Algorytmy metabeurystyerme

MNiSWz()M: 10 100%

*) Auto-adaptation of Genetic Operators for Multi- | MNiSW,,4: 20
objective Optimization in the Firefighter CORE 4 C
Problem WoS: 4
Intelligent Data Engineering and Automated Google: 7
Learning - IDEAL 2014, Salamanca, Spain, LNCS, | Scopus: 4
vol. 8669, pp. 484-491, Springer, 2014.

A02 | K. Michalak MNiSWoyg5: 10 100%

*) The Sim-EA Algorithm with Operator MNiSWogou: 70
Autoadaptation for the Multiobjective WoS: 2
Firefighter Problem Google: 5
15th European Conference, EvoCOP 2015, Scopus: 2
Copenhagen, Denmark, LNCS, vol. 9026, pp. 184-

196, Springer, 2015,

A03 K. Michalak MNiSWo5: 15 100%

*) Estimation of Distribution Algorithms for the MNISWg04: 70
Firefighter Problem WoS: 1
Evolutionary Computation in Combinatorial Google: 3
Optimization 17th European Conference, EvoCOP | Scopus: 2
2017, Amsterdam, The Netherlands, LNCS, vol.

10197, pp. 108-123, Springer, 2017,

A04 | K. Michalak MNiSWo: 15 100%

*) Simulation-based Crossover for the Firefighter MNiISWgoy: 140
Problem CORE2017: A
GECCO'17 Proceedings of the Genetic and WoS: 0
Evolutionary Computation Conference, Berlin, Google: 0
Germany, pp. 601-608, ACM New York, NY, USA, | Scopus: 0
2017.

A05 | K. Michalak MNiSWyq;7: 40 100%
ED-LS - A Heuristic Local Search for the MNiSWg4: 200
Multiobjective Firefighter Problem 1F,4¢9: 3.907
Applied Soft Computing, vol. 59, pp. 389-404, WoS: 6
Elsevier, 2017. Google: 9

Scopus: 7

A06 | K. Michalak MNiSWyg9: 140 | 100%
Solving the Parameterless Firefighter Problem MNiISW,g,4: 140
using Multiobjective Evolutionary Algorithms CORE2018: A
GECCO '19 Proceedings of the Genetic and WoS: 0
Evolutionary Computation Conference Companion, | Google: 1
Prague, Czech Republic, ISBN: 978-1-4503-6748-6, | Scopus: 0
pp. 1321-1328, ACM New York, NY, USA, 2019,

Dalszy cigg tabeli na nast¢pnej stronie




Publikacja

Keontynuacja tabeli z poprzedniej strony

metryczne ; temat,

A07 | K. Michalak MNiSWys: 15 | 100%

™ Knowledge-based Solution Censtruction for MNiSWg4: 20
Evolutionary Minimization of Systemic Risk CORE2018: C
The 19th International Conference on Intelligent WoS: 0
Data Engineering and Automated Learning, IDEAL | Google: 0
2018, Madrid, Spain, LNCS, vol. 11314, ISBN: Scopus: 0
978-3-030-03492-4, pp. 58-68, Springer, 2018.

AO08 K. Michalak MNiSWogis: 15 | 100%

) Informed Mutation Operator using Machine MNISWge4: 140
Learning for Optimization in Epidemics CORE2018: A
Prevention WoS: 2
GECCO '18 Proceedings of the Genetic and Google: 3
Evolutionary Computation Conference, Kyoto, Scopus: 4
Japan, ISBN: 978-1-4503-5618-3, pp. 1294-1301,

ACM New York, NY, USA, 2018.

A09 | K. Michalak MNiSWogs: 15 | 100%

*) Crossover Operator using Knowledge Transfer MNiSWgay: 20
for the Firefighter Problem CORE2018: C
The 19th International Conference on Intelligent WoS: 0
Data Engineering and Automated Learning, IDEAL | Google: 1
2018, Madrid, Spain, LNCS, vol. 11314, ISBN: Scopus: 0
978-3-030-03492-4, pp. 305-316, Springer, 2018.

Al0 | K. Michalak MNiSWagy: 200 | 100%
Classifier-based evolutionary multiobjective MNiSWyg,4: 200
optimization for the graph protection problem IF30;,: 8.700
Applied Soft Computing, vol. 131, pp. 109721, WoS: 0
Elsevier, 2022. Google: 0

Scopus: 0

All | K. Michalak MNiSWags: 70 | 100%
Evolutionary algorithm with a regression model | MNiSWyp,: 70
for multiobjective minimization of systemic risk | IF;;,: 4.100
in financial systems WoS: 0
Soft Computing, vol. 28, issue 5, pp. 3921-3939, Google: 0
Springer, 2023. Scopus: 0

Al12 | K. Michalak MNiSWaq10: 140 | 100%
Surrogate-based Optimization for Reduction of MNiSWog4: 140
Contagion Susceptibility in Financial Systems CORE2018: A
GECCO '19 Proceedings of the Genetic and WosS: 1
Evolutionary Computation Conference, Prague, Google: 1
Czech Republic, ISBN: 978-1-4503-5618-3, pp. Scopus: 1
1266-1274, ACM New York, NY, USA, 2019.

Al3 K. Michalak MNISWog10: 140 | 100%

Evolutionary Graph-Based V+E Optimization

MNiSW2024I 140

for Protection Against Epidemics CORE2020: A
Parallel Problem Solving from Nature - PPSN XVI. | WoS: 0

PPSN 2020, LNCS, vol. 12270, pp. 399-412, Google: 3
Springer, 2020, Scopus: 0

Dalszy cigg tabeli na nastepnej stronie




Publikacja . Dane nauko-

metryczne
Kontynuacja tabeli z poprzedniej strony
Al4 M. Alexandre, T. Ch. Silva, K. Michalak, MNiSWags: 140 | 20%
F. A. Rodrigues MNISWgp4: 140
Does the default pecking order impact systemic 1F;422: 6.400
risk? Evidence from Brazilian data WosS: 0
European Journal of Operational Research, vol. 309, | Google: 1
issue 3, pp. 1379-1391, Elsevier, 2023. Scopus: 0
AlS K. Michalak, M. Giacobini MNiSWag: 70 | 75%
The Influence of Uncertainties on Optimization MNiISWg04: 70
of Vaccinations on a Network of Animal 1F;051: 3.732
Movements WoS: 1
Soft Computing, vol. 25, pp. 4907-4923, ISSN: Google: 1
1432-7643, Springer, 2021, Scopus: |
Al6 M. Alexandre, K. Michalak, T. Ch. Silva, F. A. MNiSWog3: 70 | 20%
Rodrigues MNiSWog4: 70
Efficiency-Stability Trade-off in Financial TF3022: 3.300
Systems: A multi-objective optimization WoS: 0
approach Google: 0
Physica A: Statistical Mechanics and its Scopus: 0
Applications, vol. 629, pp. 129213, Elsevier, 2023.

(*) Artykuly uwzglednione w cyklu zgodnie z Art. 179, ust. 6, pkt. 2 ustawy "Przepisy
wprowadzajgce ustawg - Prawo o szkolnictwie wyzszym i nauce" (Dz.U.2018.1669 z pézn.
zm.).

W dalszej czgéci niniejszego rozdzialu znajduje si¢ oméwienie merytoryczne

przedmiotowego osiggniecia.

3.1.1. Cele i hipotezy badawcze

Gloéwnym celem badawczym przeprowadzonych prac badawczych bylo opracowanie
nowych metod metaheurystycznych skutecznie rozwigzujacych problemy optymalizacyjne
wystepujgce w zagadnieniach ochrony przed zagrozeniami takimi jak epidemie, upadlosci
firm, itp., ktorych rozprzestrzenianie si¢ moze byé modelowane za pomoca grafu
reprezentujgcego  powigzanie jednostek takich jak osoby, gospodarstwa, czy firmy
(wierzcholki grafu) siecig kontaktow, transportéw, czy relacji biznesowych (krawedzie grafus).

Szczegdlowe cele badawcze wynikajace z realizacji celu gldéwnego przedstawia Tab. 2.
Z realizacji wymienionych celéw wynikajg publikacje oméwione dokiadniej w podpunktach
3.1.4-3.1.6. Na podstawie wynikow przedstawionych w tych publikacjach mozna stwierdzié,
ze postawione hipotezy badawcze zostaly zweryfikowane w sposéb pozytywny (podpunkt
3.1.8).



Tab. 2. Szczegolowe cele badawcze oraz hipotezy

Cele Hipotezy badawcze | Artykuly
[CO01] Opracowanie nowych algorytméw | [H01] Nowe operatory genetyczne dla algorytmow | A01-A06
metaheurystycznych lub ich elementéw ewolucyjnych, modele probabilistyczne dla
(np. operatoréw genetycznych) algorytmdw estymacji rozkladow oraz algorytmy
pozwalajacych na uzyskiwanie lepszych | przeszukiwania lokalnego umozliwia uzyskiwanie
wynikéw optymalizacji w zagadnieniach | lepszych rozwigzan dla probleméw ochrony graféw
zwigzanych z zapobieganiem rozprzes- przed zagrozeniami.
trzenianiu si¢ zagrozen w grafach.
[C02] Opracowanie metod optymalizacji | [H02] Modele uczenia maszynowego uzyte do A07-A13
wykorzystujacych modele uczenia ukierunkowania przeszukiwania w algorytmach
maszynowego do ukierunkowania metaheurystycznych umozliwia uzyskiwanie
przeszukiwania w algorytmach lepszych rozwigzan dla problemow ochrony graféw
metaheurystycznych oraz jako modeli przed zagrozeniami.
zastepczych dla probleméw z kosztowng
ewaluacja rozwigzan, [H03] Modele uczenia maszynowego przyczynia
si¢ do poprawienia wynikow optymalizacji poprzez
ich uzycie do sterowania operatorami
genetycznymi, takimi jak operatory krzyzowania i
mutacji.
[C03] Zbadanie wptywu struktury [HO04] Gestosc grafu wptywa na propagowanie sig Al2,A14
powigzan migdzy podmiotami zagrozen, przy czym, dla matych wstrzasow
gospodarczymi na poziom ryzyka poczatkowych duza ggstos$¢ grafu zmniejsza ryzyko
systemowego. systemowe, zas w przypadku duzych wstrzgsow
poczgtkowych duza gestosc grafu zwigksza ryzyko
systemowe.
[HO05] Wybor strategii zaspokajania dluznikow
przez poszczegdlne podmioty ma istotny wplyw na
ryzyko systemowe.
[C04] Zbadanie przydatnosci [HO06] Zastosowanie opracowanych metod do Al5,A16

opracowanych metod dla rzeczywistych
probleméw optymalizacji

w zagadnieniach ochrony przed
zagrozeniami takimi jak epidemie,

upadlodci firm, itp.

zapobiegania epidemiom oraz minimalizacji ryzyka
systemowego pozwoli na lepsze zrozumienie tych

probleméw.

[HO7)] Zastosowanie opracowanych metod do
zapobiegania epidemiom oraz minimalizacji ryzyka
systemowego pozwoli na uzyskanie lepszych

wynikow optymalizacji.




3.1.2. Problemy ochrony graféw przed zagrozeniami

Wiele systemow istniejacych w $wiecie rzeczywistym moze byé przedstawionych
w postaci grafu G=(V, E), w ktorym V to zbidr wierzcholkdéw, a E to zbi6r krawedzi.
W przypadku niektérych systeméw, krawedzie grafu mogg reprezentowaé fizyczne
polaczenia jak na przyklad segmenty sieci komputerowej, drogi, linie kolejowe, a takze,
w przypadku infrastruktury technicznej, sieci przesylowe, telekomunikacyjne, itp. Ten sam
formalizm mozna wykorzysta¢ do opisu réznego rodzaju kontaktéw i relacji, niekoniecznie
majacych charakter trwatego polaczenia fizycznego. Przyktadowo, uzywajac grafu mozna
opisa¢ sie¢ kontaktéw powodujacych rozprzestrzenianie si¢ epidemii lub tez powigzania
biznesowe migdzy podmiotami gospodarczymi.

W opisanych powyzej systemach moze dochodzi¢ do rozprzestrzeniania si¢ zagrozen,
takich jak ztosliwe oprogramowanie w sieciach teleinformatycznych, patogeny w populacjach
ludzi i zwierzat, a takze fale upadlosci dotykajace podmioty gospodarcze. Kazde z tych
zagrozenn powoduje znaczne straty finansowe oraz niekorzystne skutki spoleczne.
Przykladowo, $rednie straty spowodowane jednym atakiem przy pomocy oprogramowania
wymuszajgcego okup (ang. ramsomware) w 2022 roku wyniosty 4,54 miliona USD
[IBM Security 2022], za$ globalne straty spowodowane takimi atakami w roku 2021 sa
szacowane na 20 miliardéw USD [Lubin 2022]. W trakcie pandemii COVID-19 stwierdzono,
do kwietnia 2023 roku, ponad 764 miliony przypadkéw choroby oraz ponad 6,9 miliona ofiar
smiertelnych [WHO 2023]. Skutki ekonomiczne tej pandemii s trudniejsze do oszacowania,
tym niemniej szacowana przez Migdzynarodowy Fundusz Walutowy warto$é
skumulowanego spadku produkcji do roku 2024 spowodowanego pandemig COVID-19
w skali globalnej wynosi 13,8 biliona USD [Agarwal 2022].

Epizootie (epidemie wéréd zwierzat) takze wyrzadzaja powazne szkody. Przykiadowo,
epidemia pryszczycy w Wielkiej Brytanii w 2001 roku kosztowata zycie ponad 6 milionéw
zwierzat oraz spowodowala straty w wysokos$ci ponad 3 miliardow GBP w sektorze
publicznym i ponad 5 miliardow GBP w sektorze prywatnym [Boum 2002]. W skali
globalnej, roczne straty powodowane przez pryszczyce oszacowano na 6,5-21 miliardéw
USD w rejonach endemicznego wystgpowania tej choroby oraz na ponad 1,5 miliarda USD
skutkiem epidemii pojawiajgcych sig w krajach uznawanych za wolne od tej choroby [Knight-
Jones 2013]. Kryzysy gospodarcze takze wywoluja powazne, negatywne skutki. Wedhg
Government Accountability Office, instytucji kontrolnej Kongresu Stanéw Zjednoczonych,

wartos¢ skumulowanego spadku produkcji bgdacego skutkiem kryzysu finansowego z lat
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2007-2009 szacowana jest na od kilku do nawet dziesigciu bilionow USD' [GAO 2013].
W $wietle tych danych, naturalne jest poszukiwanie skutecznych sposobéw zapobiegania
rozprzestrzenianiu si¢ opisanych powyzej zagrozen.

Dla opisanych powyzej zagrozen, mozliwe jest zdefiniowanie (w oparciu o formalizm
grafowy) probleméw optymalizacji, w ktérych funkcjami celu mogg by¢: liczba
wierzchotkéw grafu dotknietych danym zagrozeniem, koszt ochrony przed zagrozeniem, itp.
Problemy optymalizacji okreslone w ten sposéb moga rézni¢ sig sposobem rozprzestrzeniania
si¢ zagrozenia, przestrzenig rozwiazan, ograniczeniami, a takze wystgpowaniem losowosci
lub niepetnej informacji co do warunkéw poczatkowych. Krétka charakterystyke
przykladowych probleméw optymalizacji zwigzanych z ochrong graféw przed zagrozeniami
zawiera Tab. 3. Sa one zrdznicowane pod wzglgdem mechanizmu propagacji, sposobow
zapobiegania zagrozeniu oraz typowe] reprezentacji rozwigzan. Poniewaz gtéwnym tematem
niniejszego opracowania sg algorytmy optymalizacji, przedstawione zestawienie ma jedynie
charakter pogladowy. Szersza dyskusj¢ mechanizméw propagacji (nie tylko zagrozen)

w sieciach rzeczywistych mozna znalez¢é w ksigzce [Krol 2015].

Tab. 3. Krétka charakterystyka przykladowych problemdw optymalizacji zwigzanych z ochrong graféw przed zagrozeniami

| Mechanizm Ochronaprzed | Typowa

‘propagacji | zagrozemiem | reprezentacja

A

Problem Gaszenia Pozaréw Deterministyczny | Zabezpieczenie Permutacje

(ang. Firefighter Problem) N wierzchotkéw grafu | ITy
w danym kroku
symulacji.

Zapobieganie epidemiom Probabilistyczny Szczepienie Ciagi binarne
(proaktywne lub (0,13
reaktywne)
wierzcholkéw grafu.

Zapobieganie upadlosciom Progowy Ustalenie poziomu Wektory
rezerw dla rzeczywiste
wierzchotkéw grafu. RM

V' Research suggests that U.S. output losses associated with the 2007-2009 financial crisis could range
Jrom several trillion to over §10 trillion” [GAO 2013]
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Problem Gaszenia Pozaréow

Problem Gaszenia Pozaréw (ang. Firefighter Problem, FFP) jest to abstrakcyjny problem
zdefiniowany przez Hartnella w 1995 roku [Hartnell 1995], w ktérym symulowane jest
rozprzestrzenianie si¢ pozaru, przy czym wierzchotki grafu moga znajdowaé si¢ w jednym

z trzech standw:

e ‘B’ —objety ogniem (ang. Burning),
e ‘D’ —chroniony przez strazakéw (ang. Defended)

e ‘U’ —nieobjety ogniem i niechroniony (ang. Untouched).

W chwili poczatkowej 1 = 0, pewna liczba Ny wierzchotkéw w grafie jest w stanie ‘B’,
a w kolejnych krokach symulacji 1 =1, 2, 3, ... ogiefi rozprzestrzenia sie deterministycznie
wzdluz krawedzi grafu od wierzcholkéw w stanie ‘B’ do wierzcholkéw w stanie “U’.
W kazdym kroku symulacji, mozliwe jest zabezpieczenie ograniczonej liczby Ny
wierzchotkow grafu bedacych w stanie ‘U”, ktére od tego momentu pozostaja w stanie ‘D’ do
kofica symulacji. Parametr Ny reprezentuje ograniczenie zasobow, ktérych mozemy uzyé do
zwalczania zagrozenia. Symulacja koriczy si¢ po skoficzonej liczbie krokéw, w momencie,
gdy nie ma juz zadnych wierzcholkéw w stanie ‘U’ sgsiadujgcych z wierzcholkami w stanie
‘B’. Moze si¢ to zdarzy¢ w sytuacji, gdy czes¢ grafu objeta ogniem jest otoczona
wierzchotkami w stanie ‘D’ lub gdy wszystkie niechronione wierzcholki sa w stanie ‘B’.
Pomimo, ze w klasycznej wersji problemu FFP rozprzestrzenianie si¢ ognia jest
deterministyczne, mozliwe jest takze zdefiniowanie niedeterministycznej wersji problemu
[Michalak 2016b]. Poniewaz w kazdym kroku symulacji mozliwe jest zabezpieczenie
ograniczonej liczby N¢ wierzchotkéw grafu, reprezentacja rozwigzai w tym problemie
optymalizacji musi by¢ okreslona w taki sposob, aby bylo mozliwe ustalenie kolejnosci, w
Jakiej wierzchotki grafu majg by¢ chronione w trakcie symulacji. Typows reprezentacja
rozwigzan w problemie FFP sg permutacje [V| wierzcholkéw grafu. Dla danego rozwiazania
(permutacji) © € ITy;, w kazdym kroku symulacji wybieranych jest Ny wierzchotkéw grafu,
ktdre sg w stanie ‘U’ i znajduja si¢ na poczatku permutacji n. Wierzcholki, ktére juz sa objete
ogniem nie sg brane pod uwagg przy wyborze z permutacji n (Alg. 1). Oprécz reprezentacii
W postaci permutacji, mozliwe jest uzycie takze innych sposobéw reprezentacji rozwigzan
dla problemu FFP, na przykiad w celu zmniejszenia przeszukiwanej przestrzeni rozwigzan
[Hu2015]. W tym artykule zastosowano reprezentacje w postaci wektoréw binarnych

wskazujacych, ktore wierzcholki grafu nalezy chroni¢, oraz procedure dekodowania
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rozwigzan, w ramach ktorej podejmowana jest decyzja, w ktorym kroku symulacji ochronié
dany wierzcholek. Reprezentacja umozliwiajagca zakodowanie liczby wierzchotkéw Ny
chronionych w kazdym kroku symulacji pozwala zdefiniowaé bezparametrowa wersje
problemu FFP (ang. Parameterless Firefighter Problem) [A06]. Wielokryterialna
optymalizacja dla bezparametrowej wersji problemu FFP pozwala zbada¢ zalezno$¢ migdzy
liczba wierzcholkow grafu, ktére nie zostaja zniszczone przez ogien w trakcie calej symulacji,
a zasobami uzytymi do ochrony przed ogniem (maksymalna liczba Ny wierzchotkéw
chronionych w jednym kroku symulacji lub catkowita liczba wierzchotkéw chronionych

podczas calej symulacji).

IN:
S - the state of the graph before fivefighter assignment
o ~ a permutation that represents the solution
Ny - the number of graph nodes that become protected in each time step
Ny ~ the number of nodes in the graph
ouT:
Sout — the state of the graph after Rrefighter assignment
A - aset of nodes which becaine protected

Sout 1= Sin
A=4
k=0

for{:=1,...,,Nydo
if Sou([ﬂ[f]] w U thien
Soue {#{1}]i="D"
A=AU {#li]}
ki=k+1
end if
if k> Nythen
return Souf
end if
end for
retuarn Sout

Alg. 1. Wybor wierzcholkéw grafu do ochronienia na podstawie permutacji © [A03, Alg. 1]

W klasycznej wersji problemu FFP, funkcja celu, ktora maksymalizujemy, jest liczba
wierzchotkéw grafu, do ktérych w trakcie symulacji nie dotart ogien (tzn. wierzcholkdow,
ktore sa w stanie r6znym od ‘B’ na koncu symulacji) [Hartnell 1995]. Ewaluacja rozwigzania
(permutacji) melly, dla jednokryterialnego problemu FFP jest dokonywana przez
przeprowadzenie symulacji rozprzestrzeniania si¢ pozaru na grafie G=( ¥V, E ), a nastgpnie

policzenie wierzchotkéw nieobjetych pozarem:
f(m) ={veV:s[v] # B}. (N

W przypadku problemu FFP ze zmiennym kosztem wierzchotkow [A03], celem jest

zmaksymalizowanie kosztu wierzcholkéw uratowanych przed ogniem, za$ w przypadku, gdy
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do kazdego wierzcholka przypisanych jest kilka réznych wartoéci kosztu otrzymujemy
problem wielokryterialny, w ktérym celem jest jednoczesna maksymalizacja kilku réznych
funkeji celu [AO1]. Wielokryterialng wersjg¢ problemu FFP mozna traktowaé jako abstrakcije
probleméw, w ktérych musimy bra¢ pod uwage wartos¢ chronionych obiektéw pod
wzglgdem réznych kryteriow. W przypadku ochrony przeciwpozarowej mozna sobie
wyobrazi¢ oceng wartosci materialnej i kulturowej chronionych obiektéw, a w przypadku
ochrony infrastruktury utratg réznych rodzajéw zasobéw, na przyklad mocy obliczeniowej
i przesttzeni  dyskowej w sieci komputerowej, za§ w przypadku infrastruktury

technicznej - dostaw energii elektrycznej, wody i gazu.

Zapobieganie epidemiom

Waznym z punktu widzenia praktycznego problemem, do ktérego mozna zastosowaé
metody optymalizacji, jest zapobieganie epidemiom. Zastosowane metody optymalizacji
rozng si¢ w zaleznosci od przyjgtego sposobu modelowania epidemii. Dobrze znanym
podejsciem do modelowania epidemii s3 modele przedzialowe (ang. comparmental models)
[Brauer 2008], w ktorych populacja nie jest modelowana jako poszczegélne jednostki (osoby,
zwierzgta, farmy, itp.), tylko jako zestaw kilku przedzialéw obrazujacych stany, w ktorych te
Jednostki mogg si¢ znajdowac. Najczesciej reprezentowane stany to ‘S’ (ang. susceptible) dla
jednostek podatnych na zakazenie oraz ‘I’ (ang. infected) dla zakazonych. W oparciu o te dwa
stany mozna zbudowa¢ dwa modele epidemiologiczne: SI - przydatny do opisu patogenow
pozostajacych na zawsze w organizmie nosiciela (np. HIV) [Ghosh 2018; Lépez 2007] oraz
SIS — model w ktérym po przebycie infekeji jednostki staja si¢ ponownie podatne na chorobg
czyli wracajg do stanu ‘S’ [Kuhl 2021b]. Ten drugi model jest przydatny do badania takich
chordb jak katar czy grypa, ktérych przebycie nie daje trwalej odpornosci. W przypadku
chorodb, ktorych przebycie daje trwalg ddpornoéé wprowadzany jest stan ‘R’ (ang. recovered)
dla ozdrowiatych, ktéry jest uzywany w modelu SIR [Kuhl 2021a]. Model ten jest przydatny
w badaniach nad takimi chorobami jak na przyklad odra [Bjernstad 2002]. W zastosowaniu
do zagadnienia zapobiegania epidemiom uzyteczne sa takie modele przedzialowe, w ktérych
reprezentowane sa stany odpowiadajgce dziataniom przeciwepidemicznym, na przyktad <V’
(ang. vaccinated) — jednostki zaszczepione w modelu SVIR [Tornatore 2014] [ub ‘Q’
(ang. quarantined) — jednostki poddane kwarantannie w modelu SIQR [Zhang 2022].

Opr6cz modeli przedzialowych, epidemie mogg byé opisywane za pomocg sieci

zlozonych [Pastor-Satorras 2015], w ktérych wierzcholki reprezentujg jednostki podatne na
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dzialanie patogenu, takie jak na przyklad ludzie, zwierzeta, miasta, farmy, itp. zas krawedzie
reprezentujg kontakty powodujgce rozprzestrzenianie si¢ choroby. Rozprzestrzenianie sig
epidemii moze by¢ takze badane przy pomocy modeli osobniczych (ang. Individual-Based
Models, IBM). Praca przeglagdowa [Willem 2017] systematyzuje 698 artykulow naukowych,
w ktorych modele osobnicze zostaly wykorzystane wraz z symulacjami do badania
rozprzestrzeniania si¢ choréb zakaznych (ibid. str. 4). Zaleta modeli symulacyjnych jest
mozliwos$¢ uwzglednienia bardzo wielu parametrow opisujacych wierzchotki w grafie oraz
symulowania zlozonych interakcji, w tym indywidualnych zachowan, a takze réznych
sposobow powstrzymywania rozprzestrzeniania si¢ choroby. Ponadto, dostgpne w literaturze
wyniki sugerujg przewage modeli symulacyjnych nad przedzialowymi w zastosowaniu do

planowania strategii szczepien [Dalgig 2017].

Zapobieganie upadlos$ciom firm

Fale upadloéci przedsigbiorstw mozna postrzega¢ jako zjawisko podobne do
rozprzestrzeniania si¢ epidemii: podmioty gospodarcze zmagajace si¢ z problemami nie sg
w stanie wywigzywal si¢ ze swoich zobowigzan wobec innych podmiotéw, ktére same
popadaja w klopoty (np. traca plynnos¢ finansowa) i nie sa w stanie regulowaé swoich
zobowigzan. W ten sposéb, trudnosci finansowe, a w skrajnym przypadku upadiosci, dotykajg
coraz wigkszej liczby przedsigbiorstw. Upadlosci firm moga by¢ modelowane z uzyciem
grafu G=(V,E) poprzez zastosowanic progowego mechanizmu propagacji zapro-
ponowanego przez Wattsa [Watts 2002] i wykorzystanego m.in. przez Burkholz
i wspotautoréw [Burkholz 2016]. Rozprzestrzenianie si¢ upadiosci jest modelowane w czasie
dyskretnym. W kazdym kroku symulacji wierzcholek grafu (podmiot gospodarczy) v € V
moze znajdowaé si¢ w stanie stabilnosci finansowej (ang. healthy) sfv] = 0 lub w stanie
upadlosci (ang. failed) s{v] = 1. W stanie poczatkowym pewna liczba wierzcholkow jest
w stanie upadlosci, a pozostale sg w stanie stabilnosci finansowej. Dla kazdego wierzchotka
veV okreslony jest prog O, ¢€[0, 1], ktory mozna zinterpretowaé jako poziom rezerw
utworzonych przez firme, pozwalajacych zachowaé ptynnosé finansowa, nawet w przypadku
upadlosci partneréw biznesowych firmy v. Oznaczajgc zbidr sasiadéw wierzchotka v przez
Ny={ueV:{u,v)eE} mozemy wyznaczy¢ narazenie (ang. fragility) wierzchotka v jako:

oulv] = = Tuen, selul @

gdzie:

15



Ny - zbiér sgsiadéw wierzcholka v w grafie G,
sifu] - stan wierzcholka » w czasie ¢ (stan stabilnodci finansowej sv] = 0 lub stan

upadtosci su] = 1).

Jesli narazenie @fv] wierzchoika v przekracza prog O, przedsigbiorstwo v oglasza
upadlo$é, to znaczy w kroku ¢ + 1 stan wierzcholka v jest ustawiany na suq[v] = 1
i wierzcholek v pozostaje w tym stanie do kotica symulacji.

Ryzyko zatamania calego systemu gospodarczego lub jego znacznej czgéci nazywane jest
ryzykiem systemowym i jest ono spowodowane opisanym powyzej przenoszeniem
wstrzasow i zaburzen z pewnej grupy podmiotow na caly system, co prowadzi do globalnych
kryzysow. Minimalizacja ryzyka systemowego moze by¢ przeprowadzona przy pomocy
réznych metod obliczeniowych. W przypadku modelowania ryzyka finansowego przy uzyciu
modeli przedzialowych znanych z epidemiologii, takich jak np. SIR problem ograniczenia
rozmiaru kryzyséw finansowych zostal sformulowany jako problem sterowania
optymalnego [Kostylenko 2018]. Inni autorzy zastosowali model przedzialowy SEIR
W pofaczeniu z siecig powigzan handlowych i inwestycyjnych, co pozwolilo uzyé znanych
z epidemiologii strategii zwalczania epidemii do minimalizacji ryzyka systemowego
[Li2023]. Mozliwe jest takze opracowanie modeli programowania matematycznego, na
przykiad dla problemu modyfikacji sieci powiazan miedzy podmiotami (ang. network
rewiring), ktéry moze byé rozwigzany metoda mieszanego programowania
calkowitoliczbowego (ang. mixed-integer linear programming, MILP) [Diem 2020]. Problem
modyfikacji sieci powigzan w celu redukeji ryzyka systemowego jest takze rozwigzywany

w literaturze przy pomocy algorytméw ewolucyjnych [Guo 2017; Luk 2016].

3.1.3. Podzial cyklu publikacji na obszary tematyczne

Prezentowany opis cyklu publikacji zostat podzielony na trzy obszary tematyczne, ktore

s dokladniej oméwione w podpunktach 3.1.4-3.1.6:
®* Algorytmy metaheurystyczne. Prace w tym obszarze tematycznym shuzyly realizacji
celu badawczego COl (por. Tab.2), a wigc dotyczyly opracowania nowych
algorytméw metaheurystycznych lub ich elementéw (np. operatoréw genetycznych dla

algorytméw ewolucyjnych, metod przeszukiwania lokalnego, itp.) pozwalajacych na
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uzyskiwanie lepszych wynikéw optymalizacji w zagadnieniach zwigzanych
z zapobieganiem rozprzestrzenianiu si¢ zagrozen w grafach.

Algorytmy metaheurystyczne wykorzystujace modele uczenia maszynowego.
Prace w tym obszarze tematycznym shuzyly realizacji celu badawczego C02
(por. Tab. 2), Algorytmy begdace wynikiem tych prac wykorzystuja modele uczenia
maszynowego, ktore pozwalajg na ukierunkowanie przeszukiwania w algorytmach
metaheurystycznych np. poprzez zastosowanie operatoréw genetycznych kierowanych
przez model uczenia maszynowego (ang. informed operators). Innym zastosowanym
podejéciem jest uzycie algorytméw metaheurystycznych do optymalizacji modelu
uczenia maszynowego (np. sieci neuronowe;j), ktory jest nastepnie wykorzystywany
do podejmowania decyzji dotyczacych ochrony wierzcholkow grafu.

Zastosowania do probleméw rzeczywistych. Prace w tym obszarze tematycznym
shuzyty realizacji celow badawczych C03 i C04 (por. Tab. 2). Realizacja celu C04
stuzy sprawdzeniu skutecznosci dzialania juz opracowanych metod, natomiast
realizacja celu CO03 pozwala wskaza¢ mozliwie kierunki dalszych badan nad
minimalizacjg ryzyka systemowego. Przeprowadzone prace dotyczyly zbadania
wplywu strategii zaspokajania dtuznikéw przez poszczegdlne podmioty gospodarcze
na ryzyko systemowe oraz opracowania metod optymalizacji dla zagadnien
zwigzanych z zapobieganiem rozprzestrzenianiu si¢ epidemii oraz upadtosci firm przy
wykorzystaniu modelowania z uzyciem graféw. Do przeprowadzenia badan
wykorzystano dane rzeczywiste uzyskane dzigki wspélpracy z zespotami badawczymi
z Uniwersytetu Turynskiego oraz Uniwersytetu w Sdo Paulo i Banku Centralnego
Brazylii, a takze wyniki projektu badawczego zrealizowanego podczas pobytu
w Uniwersytecie Turynskim w ramach Programu Bekkera finansowanego przez

Narodowg Agencj¢ Wymiany Akademickiej (NAWA).

3.1.4. Algorytmy metaheurystyczne

Prace badawcze dotyczgce algorytméw metaheurystycznych (opisane w artykulach [A01]-

[A06]) byly ukierunkowane na opracowanie nowych i ulepszanie istniejgcych metod

optymalizacji dla probleméw zapobiegania rozprzestrzenianiu sig¢ zagrozen w grafach. Jako

problem testowy wykorzystywany do poréwnywania dzialania réznych algorytméw zostat

wybrany Problem Gaszenia Pozar6w (ang. Firefighter Problem, FFP) opisany w podpunkcie
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[A03]

3.1.2. W problemie FFP rozprzestrzenianie si¢ pozaru w grafie jest deterministyczne, wigc
ewaluacja danego rozwigzania daje zawsze taki sam wynik, co jest korzystne przy
eksperymentalnym poréwnywaniu dzialania réznych metod, poniewaz wyeliminowany jest
wplyw losowego przebiegu symulacji na otrzymywane wyniki. Ponadto, nie ma potrzeby
wykonywania wielu symulacji dla tego samego rozwigzania w celu usrednienia wynikéw, co
zmniejsza koszt obliczeniowy eksperymentéw. Dla klasycznej (jednokryterialnej) wersji
problemu FFP zostaly opracowane algorytmy estymacji rozktadéw prawdopodobienistwa
[A03]. Wadg klasycznej wersji problemu FFP jest koniecznoéé odgérnego ustalenia wartosci
parametru Ny, a takze uwzglednienie tylko jednego kryterium, podczas gdy rozwigzywanie
rzeczywistych probleméw eptymalizacji najezgsciej wymaga uwzglednienia wielu, czgsto
sprzecznych, wymagai. W artykutach wchodzacych w sklad prezentowanego cyklu publikacji
zaproponowane zostaly zmodyfikowane wersje problemu FFP, kiére nie majg powyzszych

wad: wersja wielokryterialna oraz wersja bezparametrowa.

W artykule [A03] zostal zaproponowany nowy model probabilistyczny S-P
(ang. State-Position) dla algorytméw EDA dla jednokryterialnej wersji problemu FFP
reprezentujgcy zalezno$¢ migdzy stanem S grafu w danym kroku symulacji, wierzcholkiem v,
ktéry zostal ochroniony oraz srednig ewaluacjg rozwigzania e uzyskang dla rozwiazan, dla
ktérych wierzchotek v zostal ochroniony w momencie, gdy stan grafu byt réwny S. Stan grafu
sktada si¢ ze stanu wszystkich wierzcholkéw grafu w danym kroku symulacji, tzn. S e L

gdzie L= { ‘B’, ‘D’, ‘U’ }. Model probabilistyczny M to lista tréjek:

M= [<S1> V1, €1 >><S2: V2, €2 >: "'3<Slb Vn, en)] ’ (3)
gdzie: S; € LM, vie V,eie R.

W artykule [A03], oprécz modelu S-P zostaly przetestowane: algorytm EDA
wykorzystujacy Model Mallowsa [Ceberio 2011], algorytm EDA wykorzystujacy Uogblniony
Model Mallowsa [Ceberio 2014], algorytm EH-PBIL, algorytm mréwkowy (ACO), algorytm
ewolucyjny (EA) oraz algorytm przeszukiwania lokalnego ze zmiennym sasiedztwem
(VNS) [Hu 2015]. Metody wymienione powyzej zostaty poréwnane w testach wykonanych
dla instancji problemu FFP zdefiniowanych w oparciu o grafy Erdésa-Rényiego liczace 500,
750, 1000, 1250, 1500, 1750, 2000, 2250, 2500 oraz 5000 wierzcholkdw. Algorytm EDA
wykorzystujacy model S-P zaproponowany w artykule [A03] osiggnal najlepsze rezultaty

sposrdd testowanych metod dla graféw o 1000 i wigcej wierzchotkéw. Dla 500 i 750
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wierzchotkéw najlepsze wyniki uzyskano przy pomocy algorytmu VNS. Rys. 1 przedstawia,
pochodzace z artykulu [A03], wyniki optymalizacji dla graféw o 2500 wierzchotkach
wzgledem czasu wykonania programu przeprowadzajacego optymalizacje¢ (wigksze wartosci
oznaczaja lepsze wyniki). Algorytm EDA wykorzystujacy model S-P zaproponowany
w artykule [A03] uzyskuje lepsze wyniki optymalizacji dla czaséw wykonania 100 sekund
i wigcej. Dla krétszych czaséw wykonania inne algorytmy moga dawaé poréwnywalne lub
lepsze wyniki, co mozna wytlumaczyé duza zlozonoscia procesu budowania modelu
probabilistycznego. Algorytm EDA wykotzystujgcy model S-P charakteryzuje si¢ szybkim
ulepszaniem znalezionych rozwigzan. Poréwnywalne przyrosty osiagngl jedynie algorytm

VNS, jednak daje on gorsze wyniki co do warto$ci bezwzglednych.

BcACo
EA (0BX)

imta
e EA-FRLE, , = 04)

- VHS

Rys. 1. Wyniki optymalizacji dla graféw o 2500 wierzcholkach (wigksze
wartosci oznaczajq lepsze wyniki) [A03, Fig. 1].

W artykule [AO1] klasyczny problem FFP zostat uogélniony do wersji
wielokryterialnej poprzez przypisanie m réznych wartosci vi(v), i = 1, ..., m do kazdego
z wierzchotkéw v € V w grafie G. Ewaluacja rozwigzania (permutacji) m eIl dla tak
zdefiniowanej wersji wielokryterialnej jest przeprowadzana poprzez wykonanie symulacji
rozprzestrzeniania si¢ pozaru zgodnie z opisem w podpunkcie 3.1.2, a nastgpnie wyliczenie

warto$ci m funkcji celu:
fl(") = ZveV:s[v]#:‘B' vi(v) > (4)
dlai=1,...,m,

gdzie: s[v] oznacza stan wierzcholka v po zakonczeniu symulacji: ‘B’ — objgty ogniem
(ang. Burning), ‘D’ — chroniony przez strazakow (ang. Defended) lub ‘U’ — nieobjety

ogniem i niechroniony (ang. Untouched).
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Tak zdefiniowany problem pozwala optymalizowaé rozwigzania z uwzglednieniem
wielu kryteriow, np. wartosci materialnej i kulturowej w przypadku pozaréw, dostepnosci
roznego rodzaju zasobéw w przypadku infrastruktury, itp. Zdefiniowang powyzej
wielokryterialng wersje problemu FFP wykorzystano do badan nad metodami optymalizacji
wielokryterialnej w artykulach [A01], [A02], [A04] oraz [A05]. W artykule [AO1], oprécz
zdefiniowania wielokryterialnej wersji problemu FFP, zostal uzyty mechanizm
autoadaptacji, ktory  wybiera jeden z  kilku  operatoréw  genetycznych

z prawdopodobienstwem zaleznym od skutecznosci dzialania danego operatora.

W artykule [A02] opracowany weczesniej algerytm wielopopulacyjny Sim-EA
[Michalak 2014b] zostal dostosowany do rozwiazywania wielokryterialnej wersji problemu
FFP oraz wyposazony w mechanizm autoadaptacyjny do wyboru operatoréw genetycznych
pochodzacy z artykutu [A01]. W algorytmie Sim-EA, populacja podzielona jest na Ngy
podpopulacji, migdzy ktérymi przeprowadzana jest migracja rozwigzan kontrolowana przez
wskazniki podobiefistwa Sij, gdzie i oraz j sa numerami podpopulacji. W artykule [A02]
algorytm Sim-EA jest zastosowany do rozwigzywania wielokryterialnego problemu
optymalizacji, wigc podpopulacje sg przypisane do wektoréw wagowych uzywanych do
dekompozycji metoda sumy wazone;j:

a0 = [1 2] 0
gdzie:

j=0, .., H,

H=Ngyp—1,

Nawb — liczba podpopulacji w algorytmie Sim-EA,
za$ mechanizm migracji migdzy podpopulacjami wykorzystuje wskaznik podobiefistwa

obliczany jako iloczyn skalarny wektorow wagowych:
Sij = FIORYIOK (6)

gdzie i oraz j sg numerami podpopulacji w algorytmie Sim-EA. Ogélny schemat dzialania

algorytmu Sim-EA dla problemu wielokryterialnego jest pokazany na Rys 2.
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<€ wektory wagowe (Ng,p = 5)
é ® rozwigzania (N,,, = 4)
O podpopulacje
65 k 4 migracja
@

Rys 2. Dzialanie algorytmu Sim-EA [A02,Fig.1].

‘t"

W eksperymentach opisanych w artykule [A02], algorytm Sim-EA uzyskal lepsze
wyniki niz algorytm MOEA/D [Li 2009; Zhang 2007], nawet w sytuacji, gdy ten drugi byt

uruchomiony dfuzej.

W artykule [A04] =zostal zaproponowany operator krzyzowania SimX
wykorzystujacy symulacje wyspecjalizowany dla problemu FFP. Operator SimX korzysta
z dwéch wskaznikow, ktére mozna wyliczy¢ dla kazdego wierzcholka v € V' w aktualnym
stanie grafu S, Wskaznik W(S,, v) to liczba krokéw symulacji potrzebnych, aby ogieri dotart
do wierzchotka v z wierzchotkéw objetych ogniem (‘B’) w stanie S. Warto$¢ tego wskaznika
jest rowna najmniejszej dfugodci $ciezki laczacej jakikolwiek wierzcholek objety ogniem
(‘B’) wstanie S; oraz wierzcholek v. Wskaznik D(S;, v) to liczba krawedzi laczacych
wierzcholek v z wierzchotkami bedacymi w stanie ‘U’. Przy wyborze wierzchotkow, ktore
nalezy objaé ochrong preferowane sg wierzcholki z niskg wartoscig wskaznika W(Si, v),
a wiec polozone blisko ognia oraz te z wysoka wartodcig wskaznika D(S;, v), a wigc takie,
z ktérych ogiefi moze sig¢ rozprzestrzeni¢ na wiele wierzchotkéw w stanie ‘U’. Operator SimX
generuje rozwigzanie potomne (permutacj¢) O na podstawie dwdch rozwigzafi (permutacji)
rodzicielskich Ry i R,, przeprowadzajac symulacj¢ rozprzestrzeniania si¢ ognia od stanu
poczatkowego S;. W kazdym kroku symulacji, Ny wierzchotkéw grafu, ktore majg by¢

chronione, jest wybieranych sposrod wierzchotkéw znajdujacych si¢ na poczatkowych
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miejscach w osobnikach (permutacjach) rodzicielskich Ry i Ry, przy czym preferowane sa
wierzcholki o nizszych wartosciach wskaznika W, a w przypadku takich samych wartodci
wskaznika W, te o wyzszych warto$ciach wskaznika D. Jesli oba wskazniki maja takie same
wartosci dla wierzcholkéw znajdujgcych si¢ na poczatkowych miejscach w osobnikach
(permutacjach) rodzicielskich R; i Ry, to jeden z tych wierzchotkéw wybierany jest losowo.
Do testowania operatora SimX uzyty zostat algorytm Sim-EA [A02] stosujacy operator
krzyzowania SimX oraz 10 innych operatoréw krzyzowania uzywanych dla permutacii.
Operator SimX osiagnat najlepsze wspétczynniki sukcesu (ang. success rate) spoéréd uzytych
operatoréw krzyzowania przy wysokim poziomie istotnosci statystycznej [A04, Tab. 1].

Prace nad algorytmami optymalizacji dla problemu FFP pozwolily stwierdzié
skutecznos¢  dwéch  heurystyk  wyboru wierzcholkéw grafu istotnych dla
rozwiazywanego problemu. Skutecznie dzialajgcy operator krzyzowania SimX [A04] zostal
opracowany przy wykorzystaniu dwéch wskaznikéw: liczby krokéw symulacji potrzebnych,
aby ogiefi dotarl do wierzchotka v z wierzcholkéw objetych ogniem (‘B’) w stanie S; oraz
liczby krawedzi taczacych wierzcholek v z wierzchotkami bedacymi w stanie ‘U, W artykule
dotyczgcym niedeterministycznej wersji problemu FFP [Michalak 2016b] dobre rozwiazania
tego problemu optymalizacji udawalo si¢ znalezé, chronigc priorytetowo wierzcholki grafu
o wysokim rzgdzie (liczbie incydentnych krawedzi) oraz stosujac heurystyke wykorzystujaca
minimalng diugo$¢ Sciezki taczacej dany wierzchotek v z jakimkolwiek wierzchotkiem

w stanie ‘B’.

W artykule [AO5] powyzsze obserwacje zostaly uzyte do opracowania algorytmu
przeszukiwania lokalnego (ang. local search) ED-LS pozwalajacego uzyskiwaé dobre
rozwigzania dla wielokryterialnego problemu FFP przy jednoczesnym znacznym
zmniejszeniu (do kilku procent) licznosci sgsiedztwa przeszukiwanego przez algorytm.
Metoda przeszukiwania lokalnego ED-LS znaczqco zmniejsza liczno$é sgsiedztwa
Ngp.Ls(w) rozwigzania m w poréwnaniu z sasiedztwem N(mn) zawierajacym wszystkie
permutacje otrzymywane z m poprzez zamiang pary elementéw miejscami. Uzyskiwane
wyniki sg lepsze niz w przypadku metod poréwnawczych: przeszukiwania sasiedztwa N()
zawierajgcego wszystkie permutacje otrzymywane z m poprzez zamiang pary elementow
miejscami,  przeszukiwania sgsiedztwa o takiej samej licznosci  jak Nep.ps(m),
wygenerowanego poprzez wykonanie losowych transpozycji oraz algorytmu ewolucyjnego

bez przeszukiwania lokalnego. Oznacza to, ze zastosowane wskazniki E(S;, v) oraz D(S,, V)
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pozwalajg poprawi¢ uporzadkowanie elementéw permutacji © pod katem uzyskania dobrych

rozwigzan dla problemu FFP.

Podczas przeprowadzania badan opisanych w artykutach [AO01]-[A05] dal sie
zaobserwowaé duzy wplyw parametru Ny na uzyskiwane wyniki. Parametr ten okresla liczbg
wierzchotkéw grafu, ktére mozna ochroni¢ w jednym kroku symulacji, a wigc reprezentuje
ograniczenie zasobow, ktorych mozemy uzy¢é do zwalczania zagrozenia. Wybrana warto$¢
parametru Ny ma bardzo duzy wplyw na liczbg wierzcholkéw grafu, ktére mozna uratowac.
Przykladowo, jesli wartos¢ ta jest wystarczajaco duza, zeby odcigé wierzcholki objgte ogniem
na samym poczatku symulacji, to mozliwe jest uratowanie znacznej czedci grafu. Z drugiej
strony, dla ustalonej warto$ci parametru Nr liczba wierzchotkéw grafu, ktore zostajg ogarnigte
przez pozar, zalezy w duzym stopniu od struktury polgczen w grafie. Biorac powyzsze pod
uwage, w artykule [A06] zostala zaproponowana bezparametrowa wersja problemu FFP,
w ktérej liczba wierzcholkdw grafu chronionych w jednym kroku symulacji nie jest okreslona
przez odgérnie okreslony parametr Ny, ale jest zakodowana w generowanych przez algorytm
optymalizacji rozwigzaniach, poprzez wykorzystanic odpowiedniej reprezentacji tych
rozwigzan., Dzicki takiemu podejsciu, algorytm optymalizacji moze dobra¢ liczbg
chronionych wierzchotkéw do stopnia trudno$ci instancji problemu. Kazde rozwigzanie jest

oceniane pod wzglgdem trzech kryteridw:
= #; — liczba wierzcholkéw objgtych pozarem podczas symulacii,
» £, —maksymalna liczba wierzcholk6éw chronionych w jednym kroku symulacji,

= f;—liczba wierzchotkéw chronionych w calej symulacji.

W omawianym artykule zostaly zaproponowane trzy sposoby reprezentacji rozwigzan
dla problemu FFP wraz z operatorami genetycznymi dostosowanymi do tych reprezentacji.
Przeprowadzone eksperymenty mialy na celu dobor operatoréow genetycznych dla kazdej
z reprezentacji oraz poréwnanie skutecznosci dziatania algorytméw ewolucyjnych
korzystajacych z zaproponowanych reprezentacji. Najlepsze wyniki optymalizacji zaréwno
dla dwu-, jak i trzykryterialnej bezparametrowej wersji problemu FFP zostaly uzyskane przy
uzyciu reprezentacji N+P, wktorej permutacja (P) jest dekodowana tak samo jak
w klasycznej wersji problemu FFP, ale parametr Ny nie jest ustalony dla danej instancji

problemu, tylko jest przechowywany jako liczba (N) w ramach genotypu.
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Najwazniejsze wyniki prac nad algorytmami metaheurystycznymi dla problemoéw

zapobiegania rozprzestrzenianiu si¢ zagrozen w grafach to:

Opracowanie, dla jednokryterialnej wersji problemu FFP, algorytmu estymacji
rozkladéw (EDA) wykorzystujacego wyspecjalizowany dla tego problemu model
S-P, ktéry w przeprowadzonych eksperymentach okazal sie lepszy od wielu innych

metod optymalizacji [A03].

Sformulowanie dwéch nowych wersji problemu FFP: wielokryterialnej [A01]
oraz bezparametrowej [A06], ktéra eliminuje problem wyboru wartodci parametru

Nr.

Przeprowadzenie badafi nad zastosowaniem mechanizmu autoadaptacji

operatorow genetycznych dla wielokryterialnej wersji problemu FFP [A01].

Przystosowanie wielopopulacyjnego algorytmu Sim-EA z migracja opartg na
podobienstwie podprobleméw do rozwigzywania wielokryterialne; wersji
problemu FFP [A02]. Algorytm Sim-EA uzyskal lepsze wyniki niz algorytm
MOEA/D, nawet w sytuacji, gdy ten drugi byt uruchomiony dhuze;.

Zaproponowanie operatora Krzyzowania SimX wykorzystujacego symulacje
wyspecjalizowanego dla problemu FFP [A04]. Operator SimX osiggnat najlepsze
wspofczynniki sukcesu (ang. success rate) sposréd uzytych operatoréw krzyzowania
przy wysokim poziomie istotnosci statystycznej. Wyniki uzyskane przez algorytm
uzywajacy 10 operatoréw krzyZzowania oraz operator SimX sa lepsze niz bez

wykorzystania operatora SimX.

Zaproponowanie metody przeszukiwania lokalnego ED-LS dla problemu FFP
[A05], ktéra dzigki zmniejszeniu przeszukiwanego sasiedztwa pozwala uzyskaé

lepsze wyniki optymalizacji przy ustalonym koszcie obliczeniowym.

Zaproponowanie trzech reprezentacji rozwigzan dla bezparametrowej wersji
problemu FFP [A06] i przeprowadzenie badar majacych na celu dobér operatorow
genetycznych dla kazdej z reprezentacji oraz poréwnanie skutecznosci dziatania

algorytméw ewolucyjnych korzystajacych z zaproponowanych reprezentacii.

Zaleznosci migdzy streszczonymi powyzej artykutami przedstawia Rys. 3. Dla kazdego

artykutu  wskazane zostaly najwazniejsze zagadnienia w nim omawiane. Strzatki

przedstawiajg  zalezno$ci migdzy artykutami, takie jak wykorzystanie elementéw
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opracowanych w jednym artykule w innych, wnioski wplywajace na sformulowanie tematu

kolejnych prac badawczych, itp.

/[AOI]

R
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genetycznych.
®  Sformufowanie wielokryte-

rialnej wersji problemu FFP.
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Rys. 3. Zaleznosci migdzy artykulami dotyczgeymi algorytmow metaheurysiycznych
dla problemow zapobiegania rozprzestrzenianiu sig zagrozen w grafach
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Podsumowujgc, przeprowadzenie opisanych w tym punkcie prac badawczych pozwolifo
na zrealizowanie celu szczegélowego CO1, czyli opracowanie nowych algorytméw
metaheurystycznych lub ich elementéw (np. operatoréw genetycznych) pozwalajacych na
uzyskiwanie lepszych wynikéw optymalizacji w zagadnieniach zwigzanych z zapobieganiem
rozprzestrzenianiu sig zagrozei w grafach. Otrzymane rezultaty wykazuja uzyskiwanie, dzigki
zaproponowanym metodom, lepszych rozwigzan dla probleméw ochrony graféw przed

zagrozeniami, co pozwala potwierdzi¢ hipoteze badawczg HO1.

3.1.5. Algorytmy metaheurystyczne wykorzystujace modele uczenia
NASZYNowego

Celem prac przeprowadzonych w tym obszarze badawczym i opisanych w artykutach
[A07]-[A13] bylo zastosowanie modeli uczenia maszynowego (ML) do wspomagania
optymalizacji w problemach ochrony graféw przed zagrozenmiami. Trudnosci, jakie
wystgpuja przy probach zastosowania modeli uczenia maszynowego w podobny sposéb jak
modeli probabilistycznych w algorytmach estymacji rozkladéw (EDA), to znaczy do

generowania calych rozwigzan, sg nastepujace:

= Brak mozliwosci zastosowania wielu typéw modeli uczenia maszynowego do
generowania calych rozwigzan dla probleméw ochrony graféw. Znaczna cze$é
modeli uczenia maszynowego jest przystosowana do generowania wynikéw w postaci
pojedynczych, dyskretnych decyzji (np. klasyfikacji) albo odpowiedzi liczbowych
(modele regresji). Wspolczesnie stosowane modele generujace ztozone dane
wyjsciowe takie jak obrazy czy teksty, to w praktyce wylacznie wielowarstwowe sieci
neuronowe o miliardach parametréw, ktérych wytrenowanie wymaga bardzo duzych
zbioréw uczacych oraz znacznych zasob6w obliczeniowych, Zastosowanie prostszych,
szybszych w trenowaniu, a co najwazniejsze interpretowalnych modeli takich jak
drzewa decyzyjne czy reguly nie wydaje si¢ mozliwe, jesli chcieliby$my generowaé

cale rozwigzania dla problem6w ochrony grafow.

® Duza wielko§¢ modelu, ktéry hipotetycznie moglby dziataé¢ dla tak duzych
i zlozonych probleméw, a co za tym idzie bardzo wysoki koszt obliczeniowy

wytrenowania takiego modelu.
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= Konieczno§é przygotowania bardzo duzej probki uczacej dla problemow
grafowych, dla ktérych ewaluacja rozwigzania wymaga przeprowadzenia

kosztownych obliczeniowo symulacji.

* Trudno$é¢ w generalizacji uzyskanych wynikéw dla instancji problemu o réznej

wielkosci (np. r6znej liczbie wierzchotkéw grafu).

Z powyzszych wzgledow, w omawianych pracach przyjete zostalo podejscie, w ktérym
model uczenia maszynowego jest trenowany pod katem modyfikacji istniejgcych rozwigzan
lub tez pozwala skonstruowaé nowe rozwigzanie stopniowo, poprzez generowanie
poszezegblnych elementdw genotypu. Informacje potrzebne do skonstruowania probki
uczacej mogg pochodzié z ewaluacji rozwigzan, analizy zoptymalizowanych rozwigzan
znalezionych przez algorytm ewolucyjny lub tez mogg by¢ zbierane podczas dzialania
algorytmu (Rys.4). Szczegélnie istotnym Zrodlem informacji jest analiza zmian
w rozwiazaniach wprowadzanych przez operatory genetyczne podczas dzialania algorytmu.
Przykladowo, zmiana wartodci elementéw genotypu przez operator mutacji lub procedurg
przeszukiwania lokalnego pozwala zaobserwowaé, jakie zmiany w genotypie przekladaja sig
na poprawe uzyskiwanych rozwigzan. W przypadku reprezentacji permutacyjnej (np. dla
problemu FFP), zmiana wartoéci funkcji celu wynikajaca z zamiany elementéw permutacji

miejscami dostarcza informacji o pozadanej kolejnosci elementéw w permutacji.

Model uczenia maszynowego (ML) Zoptymalizowane

- sjad nauronowa o .
- drzewo decyzyjne g?sz:;lgzqa populacje
- zbidr regut gresj

Zmiany

Wartosei ] .
w rozwigzaniach

funkejicelu

Ewaluacja, Pula Operatory

Populacja G, salekeja rodzicielska  genetyczne

Populacia G,y

Rys. 4. Pozyskiwanie informacji potrzebnych do wytrenowania modelu uczenia maszynowego
[Erdio: raport koficowy z realizacji projekiu NCN 2015/19/D/HS4/02574, Rys. 2]
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Po wytrenowaniu, model uczenia maszynowego moze by¢ uzyty na kilka réznych
sposobow do wspomagania dzialania algorytmu ewolucyjnego (Rys.5). Populacja
poczgtkowa moze by¢ zainicjowana z uzyciem modelu, co pozwala rozpoczaé prace
algorytmu od relatywnie dobrych rozwiazan poczatkowych. W przypadku probleméw
ochrony grafu przed zagrozeniami, mozna uzy¢ modelu uczenia maszynowego jako modelu
zastgpczego (ang. surrogate model) zamiast kosztownych symulacji w celu zmniejszenia
kosztu obliczeniowego ewaluacji rozwiazan. Informacje generowane przez model mogg byé
uzyte wraz z kierowanymi operatorami genetycznymi (ang. informed operators) w celu
uzyskania lepszych rozwigzan. Przykladowo, model uczenia maszynowego moze
ukierunkowa¢ operator krzyzowania w taki sposob, zeby generowat on lepsze rozwigzania
potomne na podstawie rozwigzan rodzicielskich. Trenowanie modelu moze byé kosztowne
obliczeniowo, nawet dla stosunkowo prostych modeli uczenia maszynowego. Aby zmniejszyé
wplyw tych obliczefi na koszt optymalizacji mozna uczyé model na danych uzyskanych na
podstawie dzialania algorytmu dla mniejszych instancji danego problemu, a nastepnie
probowaé zastosowac juz wytrenowany model przy rozwiazywaniu innych, czesto wigkszych,

instancji problemu zgodnie z zasadg ,,wytrenuj raz, stosuj wielokrotnie” (Rys. 6).

Model uczenia maszynowego (ML)
= sie¢ neuronowa ;
= drzewo decyzyine
- zbiér regul

Klasyfikacia
. Regresia

Operatory kierowane
modelem ML

Ewaluacja rozwigzan
Inicializacja P12y pomocy modelu
populaci ML g

Ewaluacia, Pula Operatory

Populacja G, selekea rodzicielska  genetyczne

Populacia G,,,

Rys. 5. Uzycie modelu uczenia maszynowego do swspomagania dzialania algorytmu ewolucyjnego

[Zrédlo: raport kovicowy z realizacji projekiu NCN 2015/19/D/HS4/02574, Rys. 3]
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Rys. 6. Uzycie modelu uczenia maszynowego zgodnie z zasadq ., wytremyj raz, stosyj wielokrotnie” [408, Fig. 1]

W przypadku probleméw ochrony graféw przed zagrozeniami, w ktorych decyzje dla
poszezegblnych wierzcholkéw grafu maja charakter tak/nie (np. szczepienia), modele uczenia
maszynowego moga by¢ uzyte w celu podejmowania decyzji, ktére wierzchotki grafu maja
byé chronione, a ktére nie. W takim przypadku mozna wykorzysta¢ modele klasyfikacji
zwracajace jedna z dwoch klas: chroni¢ lub nie chroni¢. Modele klasyfikacji mozna tez
wykorzysta¢ dla probleméw, w ktérych istotna jest kolejno$é chronienia wierzchotkow grafu
(np. FFP). W takim przypadku model moze generowaé decyzje dla par wierzcholkow
(elementéw permutacji): zamieni¢ miejscami lub nie zamieniaé. W przypadku problemow,
takich jak problem ochrony przed upadlo§ciami, w ktérym do kazdego wierzcholka grafu
v € V, przypisany jest poziom rezerw O, (liczba rzeczywista z przedzialu [0, 1]) zamiast
modelu klasyfikacji moze byé uzyty model regresji generujacy sugerowane dla
poszczegdlnych wierzcholkow wartosci ©,. Atrybuty wejsciowe dla modelu uczenia
maszynowego to réznego rodzaju miary grafowe przypisane do wierzchotka v w grafie

G =(V, E) takie jak:

=  Stopien wierzcholka — liczba krawedzi incydentnych z wierzchotkiem v. Moze
byé tez stosowana miara bgdaca rzgdem wierzcholka znormalizowanym przez
podzielenie przez |V] - 1, co umozlwia generalizacje dla grafow o roznej

wielkoscei.
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= Bliskos¢ (ang. closeness centrality) — odwrotnosé sredniej dugosci najkrétszych
sciezek laczacych v z wszystkimi innymi wierzchotkami w grafie:

1

S e )

gdzie dnin(v,w) jest dlugoscia najkrotszej $ciezki faczacej wierzcholki v i w.

* Posrednictwo (ang. betweenness centrality) — miara okre$lajgca, jak czesto
najkrotsze $ciezki taczace inne wierzcholki przechodza przez wierzchotek v:

I S a(stv)
(vI-D(VI-2) Lssvat a(st) (8)

gdzie ofs, 1) to liczba najkrétszych $ciezek laczacych wierzchotki s i ¢,
za$ of(s,t|v) to liczba najkrotszych $ciezek lgczacych wierzcholki s i ¢

i przechodzacych przez v.

=  Lokalny wspélczynnik grupowania (ang. local clustering coefficient) — liczba
krawedzi taczacych wierzcholki sgsiadujagce z v, podzielona przez liczbg
krawedzi w grafie pelnym ktory powstalby z polaczenia ze sobg wszystkich

sasiadow wierzchotka v:

[{{uw)eEu,weN,}|
I, (ky—1) ? ©®)

gdzie:
Ny ={uweV:(u,vweEv{uyeE} ~ zbiér wierzcholkéw bedacych
sgsiadami wierzcholka v,

ky=| N, | — stopiefi wierzcholka v.

Warto zwr6ci¢ uwage, ze wymienione powyzej atrybuty moga byé obliczone
jednokrotnie dla danej instancji problemu, w oparciu o gf'af G = (V, E). Innym rodzajem
atrybutow, ktore mogg by¢ latwo wyznaczone dla wierzcholka v, sg atrybuty okre$lajace,
w jakim odsetku symulacji wykonywanych w celu ewaluacji rozwigzat wierzcholek v zostaje
opanowany przez zagrozenie (ogief, infekcje, upadlosé, itp.). Jesli ochrona grafu ma
charakter reakcyjny, a nie prewencyjny (np. szczepienia w przypadku juz istniejacej epidemii
a nie przed jej wystgpieniem, albo problem FFP), to istotne mogg byé atrybuty okreslajace
odleglo$¢ wierzcholka v od zagrozenia, wyrazong np. jako dhligo$é najkrétszej Sciezki

taczgcej v z jakimkolwiek wierzchotkiem objetym zagrozeniem. Prébka uczaca uzywana do
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trenowania modelu uczenia maszynowego moze by¢ zbudowana w oparciu o zmiany jakie sg
wprowadzane w rozwigzaniach podczas dzialania algorytmu ewolucyjnego rozwigzujgcego

malg instancj¢ problemu (Rys. 7).

Zmiana rozwigzania:

 ab=0 > xpl=1

Algorytm

_ optymalizacji
dzialajacy dla

_malej instancji

x »x

~_ Operatory

Probka
~ uczgca

Wektor of atrybutéw ﬂ(v) ’ ’
‘Algorytm

[0.10] 0.90] 0.20] 002] 0.07] 005] 0]

optymalizacji

dzialajacy dla duzej

instancji

Inicjalizacja populacji > o :
g .

Wytrenowany
~ model ML

Rys. 7. Trenowanie i uzycie modelu uczenia maszynowego [A10, Fig. 2]

Przykladowo, jesli procedura przeszukiwania lokalnego modyfikuje rozwigzanie x
{0, I}M w taki spos6b, Zze w istniejgcym rozwiazaniu x jest x[v] =0, a w nowym, lepszym

rozwigzaniu x’ jest x’[v]=1, to dodawany jest element probki uczacej skladajgcy si¢ z
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wektora atrybutow A wierzchotka v oraz nowej wartosci genotypu x°[v], ktora jest traktowana

Jako wartos¢, ktérg powinien przewidzie¢ model uczenia maszynowego:
Av), 2D - (10)

Po zgromadzeniu w prébee uczacej wielu par postaci (10), model uczenia maszynowego
Jest trenowany tak, zeby na podstawie wektora atrybutéw A[v] podanego na wejsciu
przewidywal decyzje chronié lub nie chronié¢ dla wierzchotka v reprezentowana jako wartosé
x’[v] rowna 0 badz 1. Analogicznie mozna utworzy¢ probke uczaca dla probleméw, w ktorych
do wierzchotkéw grafu przypisywane sq wartosci liczbowe, w przypadku ktérych mozna
wytrenowa¢ modele regresji oraz dla problemow, dla ktérych rozwigzania reprezentowane sa
w postaci permutacji (np. FFP). W tym ostatnim przypadku, informacje zawarte w prébee
uczgcej, to atrybuty dwoch wierzchotkéw vy i vs, za§ klasa okresla, czy wierzcholek v,
powinien poprzedza¢ v, w permutacji (klasa 0), czy na odwrét (klasa 1). Taka probka uczaca
moze by¢ utworzona na podstawie informacji pochodzacych z dziatania np. procedury

przeszukiwania lokalnego wykonujgcej transpozycje elementéw permutacji (Rys. 8).

W artykutach [A07]-[A13] zaproponowane zostaly metody rozwigzywania probleméw
ochrony graféw wykorzystujace opisane powyzej podejécie do usprawnienia dzialania

réznych aspektoéw dzialania algorytmow ewolucyjnych.

W artykule [AO7] rozwazany jest problem ochrony grafu przed ryzykiem
systemowym. Rozwigzania tego problemu to wektory biname ze zbioru {0, 1}’V
z ograniczeniem pozwalajgcym ochroni¢ co najwyzej N; wierzcholkéw grafu (11).
Ograniczenie to reprezentuje maksymalny catkowity koszt, jaki jestesmy sklonni ponie$é

w celu ochrony systemu.

V ¥x<nw, (11)
x € {0,V

Informacje pochodzace z rozwigzan zoptymalizowanych dla [V] = 1000 sa uzyte do
wygenerowania regul w postaci:
warunek, and warunek, and ... and warunek, = decyzja (12)

w ktorych kazdy warunek taczy jeden z atrybutow z wektora A[v] z wartoscig liczbowg przy

pomocy operatorow poréwnania (<, >, =, itd.), a decyzja dla wierzcholka v to chronié lub nie
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chronié. Otrzymane reguly pomagaja w wygenerowaniu populacji poczatkowej dla
algorytméw optymalizacji dziatajacych dla |V]= 1000, ..., 3000. Rozwigzania w populacji
poczatkowej sg generowane jako losowe wektory binarne, nastgpnie modyfikowane w oparciu
o decyzje zwracane przez reguly. Aby unikna¢ nadmiernego zmniejszenia réznorodnosci
populacji, modyfikacja kazdego rozwigzania w populacji poczatkowej jest wykonywana
z prawdopodobiefistwem  Puoqs,  za$  kazdego  elementu  (bitu) w genotypie
z prawdopodobiefistwem Ppodp. Eksperymenty opisane w artykule [A07] wykazatly, ze
najlepsze wartoéci dla tych parametrow to Prods = 0.8 oraz Pmeap = 0.8. 53 to wiec wartosci
zapewniajace uwzglednienie wiedzy zawartej w regulach dla wielu rozwigzan, ale

pozwalajgce czesci populacji pozosta¢ niezmodyfikowane;j.

W artykule [A08] rozwazany jest problem optymalizacji szczepien, w ktorym
rozwigzaniami sg wektory binarne ze zbioru {0, I}M reprezentujgce decyzje szczepic lub nie
szezepié dla poszezegdlnych wierzchotkow grafu. Ewaluacja rozwigzania x € {0, I}'Vl jest
wyznaczana jako koszt wazony fx)=Cyy +Cifi wyliczany na podstawie liczby
zaszczepionych wierzchotkéw f,(x) = Zliill x; oraz f; — liczby zainfekowanych wierzcholkow
podczas symulacji wykorzystujacych rozwigzanie x do aplikowania szczepien. Wspotezynniki
C, oraz Ci oznaczaja, odpowiednio, koszt zaszczepienia wierzchotka oraz koszt wynikajacy
z jego zainfekowania (w artykule przyjeto Cy = 1 oraz C; = 10). Agregacja dwoch funkeji celu
przy pomocy sumy wazonej pozwala jednoznacznie okresli¢, ze rozwigzanie x; jest lepsze niz
x2 jesli fix)) < fix), co nie zawsze jest mozliwe dla probleméw wielokryterialnych.
Mozliwo$¢ uporzadkowania rozwigzaf pod wzglgdem ich jakosci jest pomocna przy
generowaniu danych uczacych uzywanych do trenowania modelu uczenia maszynowego.

Model uczenia maszynowego (perceptron wielowarstwowy [Vang-Mata 2020]) stuzy
w artykule [A08] do kierowania operatorem mutacji. Dla danego rozwigzania x € {0, I}M
kierowany operator mutacji modyfikuje tylko elementy z podzbioru M wybranego przy
uzyciu decyzji generowanych przez model. Dane do trenowania sieci neuronowe;j
uzyskiwane sg poprzez zastosowanie dodatkowej procedury po zakoniczeniu kazdej generacji
algorytmu ewolucyjnego dzialajacego dla |V} = 1000 [A08, Alg. 1]. Procedura ta, dla kazdego
rozwigzania x z populacji, wybiera losowo jeden element pp wektora x rowny 0 i zamienia
jego warto$é na 1. Oznacza to zmiang decyzji dla wierzchotka grafu po z nie szczepi¢ na
szczepié. Jesli powoduje to poprawienie rozwigzania x pod wzgledem kosztu f; to do probki

uczacej dodawana jest para (A[po), 1), w ktérej Alpo] jest wektorem atrybutow (m.in. miar
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grafowych) przypisanych do wierzchotka po. Analogicznie, z rozwigzania x wybierany jest
jeden element p; réwny 1, ktérego warto$é zamieniana jest na 0. Jesli uzyskiwana jest
poprawa rozwiazania, to do probki uczacej dodawany jest para (A[p;], 0). Po zakoficzeniu
dziatania algorytmu ewolucyjnego, zebrana prébka uczaca jest uzywana do wytrenowania
sieci neuronowej metodg skalowanych gradientéw sprzezonych (ang. Scaled Conjugate
Gradient, SCG) [Ariana 2023]. Uzyta sie¢ neuronowa ma tyle wejsé, ile jest atrybutow
wejsciowych (elementéw w wektorze 4) oraz dwa wyjécia oy i o, reprezentujgce mozliwe
klasyfikacje wierzchotkéw grafu: 0 = nie szczepié¢ oraz 1 = szezepid. Uzycie sieci neuronowe;j
[A08, Alg. 2] woperatorze mutacji dzialajgcym dla rozwiazania x e {0, l}Ivl polega na
podaniu na wejsciu sieci neuronowej wektora atrybutéw [i] kolejno dla kazdego i-tego
wierzcholka grafu oraz podjeciu decyzji, czy element rozwigzania x[7] powinien by¢ poddany
mutacji czy nie, na podstawie wartosci x[i] oraz wyj$é sieci neuronowej o; i 05, W trybie
deterministycznym indeks 7 jest dodawany do zbioru M zawsze, gdy decyzja wygenerowana
przez sie¢ neuronowg jest inna niz warto$¢ elementu x[i] (to znaczy, gdy x[/] = 0 oraz 0, > 01,
lub x[i] = 1 oraz 0, < 01). W trybie probabilistycznym prawdopodobiefistwo Poaa(i) dodania
indeksu i do =zbioru M jest proporcjonalne do znormalizowanej wartosci wyjécia

reprezentujgcego wartos¢ ,,przeciwng” do x[i]:

02
——— dla x[i]=0
Paaa (i) = (01;—102) dl 1=1 (13)
oy M M=

Operator mutacji losowo odwraca (zamienia z 0 na 1 lub na odwrét) wartosci tych
elementoéw (bitdw), ktorych indeksy sg w zbiorze M.

Optymalizacja z wykorzystaniem zaproponowanego operatora mutacji daje lepsze
wyniki niz z klasycznym operatorem mutacji bitowej (ang. bit-flip mutation), ktéra dokonuje
modyfikacji wszystkich elementéw rozwigzania x z jednakowym prawdopodobiefistwem.
W artykule [A08] uzycie sieci neuronowej wytrenowanej w oparciu o dane zebrane dla
[V]= 1000 pozwolilo poprawi¢ wyniki optymalizacji nawet dla [V| =20000. Sieci neuronowe
wybrane pod katem wysokiej kompletnosci (ang. recall) klasyfikacji pozwolily uzyskaé
najlepsze wyniki. Oznacza to, ze, w przypadku omawianego problemu, istotniejsze jest
zidentyfikowanie mozliwie wielu wierzchotkéw wymagajacych zaszczepienia, niz unikanie
zaszezepienia zbyt wielu wierzcholkow. W wigkszosci przypadkow, metoda wykorzystujgca

operator mutacji kierowany siecig neuronowa dzialala szybciej niz bez tego operatora. Ten
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z pozoru paradoksalny wynik jest efektem tego, ze w przypadku lepiej zoptymalizowanych

rozwigzan epidemia wygasa szybciej, a wige symulacje przebiegu epidemii trwaja kroce;.

W artykule [A09] rozwazany jest jednokryterialny Problem Gaszenia Pozaréw
(ang. Firefighter Problem, FFP) opisany w podpunkcie 3.1.2, w ktorym funkcjg celu
(maksymalizowang) jest liczba wierzcholkow grafu nieobjetych ogniem (1). W artykule
[A09] dla tego problemu zostal zaproponowany operator krzyzowania kierowany siecig
neuronows. Poniewaz w omawianym problemie rozwigzaniami s3 permutacje, sie¢
neuronowa uzywana jest jako klasyfikator, ktory dla danych dwoch wierzcholkow grafu
decyduje, w jakiej kolejnosci powinny by¢ uzyte w generowanym przez operator krzyzowania
rozwigzaniu potomnym. Dane uczgce sg zbierane przez operator przeszukiwania lokalnego,
ktory przeszukuje otoczenie rozwigzania (permutacji) n € Iy znalezionego przez algorytm

ewolucyjny, dokonujgc zamiany miejscami (transpozycji) elementow tej permutacji (Rys. 8).

transpozycja wierzchotkow v7 i v2

-~
\\\
‘ -~
~
~

[7]s]2]a1]3]4a]s

~

poprawa rozwigzania: klasa = 1

'
, atrybuty
wierzchotka vy

wierzchotka v;

A
przeszukiwanie lokalne !
! brak poprawy: klasa =0
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uczenie
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1

Rys. 8. Trenowanie modelu uczenia maszynowego dla problemu FFP [A09, Fig. 1]
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Kazdy element probki uczacej zawiera atrybuty A[vi] oraz A[v,] odpowiednio dla
wierzchotka v, (znajdujacego si¢ wczesniej wpermutacji m) oraz wierzcholka v,
(wystgpujacego pozniej w tej permutacji). Klasa odpowiadajagca w probee uczacej wektorowi
atrybutéw wejsciowych (A[v|], A[va]) jest rowna 1, jesli zamiana v; i v, miejscami pozwolila
poprawi¢ rozwigzanie m lub 0 w przeciwnym przypadku. Zaproponowany w artykule [A09]
operator krzyzowania generuje rozwigzanie potomne S na podstawie dwéch rozwiazan
rodzicielskich Py i P,. Rozwigzanie S jest generowane w |V| przebiegach petli, z ktérych
kazdy powoduje dodanie jednego elementu do S [A09, Alg. 1]. W kazdym przebiegu petli,
z rozwigzania P, wybierany jest pierwszy wierzcholek vy, ktory jeszcze nie znajduje sie w S
oraz, analogicznie, wierzcholek v, z P,. Na wejécie sieci neuronowej podawany jest wektor
atrybutéw (A[vi], Alva]). Jesli wyjécie sieci odpowiadajace klasie 0 ma wigksza warto$é niz
wyjscie odpowiadajace klasie 1, to do S jest dodawany wierzcholek vi, a w przeciwnym
przypadku wierzcholtek v, (Rys. 9). W artykule [A09] uzycie sieci neuronowej wytrenowanej
w oparciu o dane zebrane dla [V| = 1000 pozwolito poprawié wyniki optymalizacji nawet dla
|V| = 10000.

Pz s 2]a]alale]

l2 s s alale]7]
rozwigzania rodzicielskie

S

Atrybuty klasyf,
0.34]021]076]056[0.91]0.20
N N J
Y Y
b A\ 7
a I_y.ug " ' o trvbut model uczenia \
wierzchotka vy 1 /¢ atrybuty maszynowego \‘
| .~ wierzcholka v, |
// ,
pemmmmmmmT
’ wierzcholek jest wybierany

z rozwigzania P,

Rys. 9. Uzycie modelu uczenia maszynowego w operatorze kvzyzowania dla problemu FFP [A09, Fig. 2]
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W artykule [A10], zaproponowane w artykutach [A07-A09] mechanizmy wspomagania
optymalizacji przy pomocy modeli uczenia maszynowego zostaly wykorzystane dla
problemu optymalizacji szczepien, w ktorym rozwigzaniami sa wektory binarne ze zbioru
{0, I}M, reprezentujace decyzje szczepié lub nie szczepic¢ dla poszczegdlnych wierzcholkow
grafu. Rys. 10 przedstawia zaleznosci migdzy artykutami dotyczacymi uzycia modeli uczenia
maszynowego. Problem optymalizacji rozwazany w artykule [A10] jest problemem
wielokryterialnym, w ktérym minimalizowane sa dwie funkcje celu: liczba zaszczepionych
wierzcholkéw fi(x) = Zliill x; oraz f,-liczba zainfekowanych wierzcholtkéw podczas
symulacji wykorzystujacych rozwiazanie x do aplikowania szczepien. Zbieranie damych
uczacych wymaga okreslenia, czy nowe rozwigzanie znalezione przez algorytm ewolucyjny
jest lepsze niz poprzednie, co w przypadku probleméw wielokryterialnych nie zawsze jest
mozliwe. Z tego powodu, w artykule [A10] do generowania danych uczacych zostal uzyty
algorytm MOEA/D [Li 2009; Zhang 2007], w ktérym przy pomocy wektoréw wagowych
wykonywana jest dekompozycja problemu wielokryterialnego na wiele probleméw
jednokryterialnych. Poniewaz w algorytmie MOEA/D kazde rozwiazanie x w populacji ma
przypisany pewien wektor wagowy A, mozliwe jest okreslenie, czy nowe rozwigzanie x’ jest
lepsze niz x poprzez zagregowanie wartosci funkeji celu przy pomocy wektora wagowego A.
Aby model uczenia maszynowego mogt dziala¢ dla problemu wielokryterialnego, do wektora
atrybutéw dolaczane s wartosci wspolrzednych wektora wagowego A. W ten sposéb, model
uczenia maszynowego moze generowaé inne odpowiedzi, jesli celem jest optymalizacja tylko
pierwszego kryterium (wektor wagowy A = [1, 0]), inne je$li celem jest optymalizacja tylko
drugiego kryterium (wektor wagowy A = [0, 1]), a jeszcze inne, jesli celem jest optymalizacja
pewnej kombinacji kryteriow (np. A =[0.5, 0.5]).

W artykule [A10] model uczenia maszynowego zostal wykorzystany do kierowania
kilkoma elementami algorytmu ewolucyjnego: inicjalizacja populacji, krzyZowaniem, mutacjg
oraz procedurg przeszukiwania lokalnego. Poniewaz dla omawianego problemu uzywana jest
reprezentacja rozwigzan w postaci wektoréw binarnych, jako modele uczenia maszynowego

przetestowano nastgpujace klasyfikatory:

= Perceptron wielowarstwowy [Vang-Mata 2020] z Nyg = 5, 10, 15, 20 neuronow

w warstwie ukryte;j.

37



Naiwny klasyfikator bayesowski (ang. Naive Bayes classifier) [Webb 2010]
wykorzystujacy modelowanie rozktadéw prawdopodobienstwa metodg

nieparametryczng oraz parametryczng dla rozkladu normalnego.

Maszyng wektordw wspierajacych (ang. Support Vector Machine, SVM)

[Steinwart 2008] z kilkoma réznymi funkcjami jadra.

Klasyfikator minimalno-odlegtosciowy [Mondal 2016] wykorzystujacy odleglo$é

euklidesowa, Manhattan oraz Czebyszewa.

Trzy proste klasyfikatory [Tharwat 2016]: NMC, LDC i QDC.

W przeprowadzonych badaniach, najlepszq doktadnosé klasyfikacji uzyskala sie¢

neuronowa (perceptron wielowarstwowy z Nyq = 20 neuronéw w warstwie ukrytej). Uzycie

takiej sieci neuronowej wytrenowanej w oparciu o dane zebrane dla [V|= 1000 pozwolifo

poprawi¢ wyniki optymalizacji nawet dla |V| = 20000.
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[Al1]

W artykule [A11] opisane zostaly badania dotyczgce wykorzystania modeli uczenia
maszynowego dla dwukryterialnej wersji problemu zapobiegania upadlo$ciom firm.
W tym problemie optymalizacji, dla kazdego wierzcholka v € V okreslony jest prog
O,€[0, 1], ktory mozna zinterpretowaé jako poziom rezerw utworzonych przez firmg v
pozwalajgcych zachowaé plynno$¢ finansows, nawet w przypadku upadlo$ci partneréw
biznesowych tej firmy. Poniewaz préog 6, moze przyjmowaé wartosci bgdace liczbami
rzeczywistymi, w artykule [All] zostaly wykorzystane modele regresji generujace
sugerowane wartosci Oy dla v € V. Podobnie jak w przypadku klasyfikatorow zastosowanych
w poprzednich artykufach, jako atrybuty wej$ciowe dla modeli regresji zostaly uzyte atrybuty
wierzchotkow grafu (stopien, blisko$¢, posrednictwo, itd.). W artykule [A11] zostaly

poréwnane trzy podejscia do dwukryterialnej wersji problemu zapobiegania upadio$ciom:

1. Optymalizacja progéw O, przy uzyciu algorytmu ewolucyjnego, w ktérym
rozwiagzaniem jest wektor x € [0, I]M zawierajgcy wartosci progdw dla wszystkich
wierzcholkdéw grafu (Rys. 11). Ewaluacja rozwigzania polega na przeprowadzeniu
symulacji rozprzestrzeniania si¢ upadioéci firm, w ktorej progi (wartodci rezerw) sa

przypisane do wierzchotkéw grafu (firm) zgodnie z warto$ciami w wektorze x.

Graph
G=(V,E)

Solution Thresholds ®,

xe[0,1]1VI forve V

Evaluation

fil) =2 0y
S2(¢) = avg, num. failed nodes

 EAwith
- searchspace
' ‘[ﬂa'ﬂlyl“
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Rys. 11. Optymalizacja progow O, przy uzyciu algorytmu ewolucyjnego. Kazde rozwigzanie
w populacyi to wektor x& [0, 1 I zenvierajgey wartosci progéw dia wszystkich
wierzcholkow grafu [All, Fig. 1].
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2. Generowanie rozwigzan za pomocy modelu uczenia maszynowego
trenowanego w oparciu o dane uczgce zebrane podczas rozwigzywania wybranych

instancji problemu optymalizacji (Rys. 12).

Graph G=(V,E)
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Rys. 12. Generowanie rozwigzan za pomocq modelu uczenia maszynowego trenowanego
w oparciu o daneuczqce wygenerowane przez algorytm ewolucyjny rozwigzujgcy
wybrane instancje problemu optymalizacji. [All, Fig. 2].

Dane uczace sg generowane przez algorytm MOEA/D, wykorzystujgcy zbior
wektoréw wagowych A9, j =1, ..., Nyop (gdzie Npop jest rozmiarem populacji) do
dekompozycji wielokryterialnego problemu optymalizacji na Ny, probleméw
Jjednokryterialnych. Model uczenia maszynowego skiada si¢ z Nyqp sieci neuronowych:
P={%:j=1,..., Npp }. Dla kazdej sieci ¥ zbierana jest osobna probka uczaca S;.
Jedli, podczas dzialania algorytmu MOEA/D, istniejgce rozwigzanie x przypisane do

pewnego wektora wagowego AY jest zastepowane przez poprawione rozwigzanie x’,



to do probki uczacej Sj, dla kazdego wierzcholka v dla ktérego x[v] # x°[v], dodawana
jest para (A[v], x’[v]). Pary (A[v], x’[v]) reprezentujg sytuacje, gdy zmiana progu O
przypisanego do wierzchotka v opisanego wektorem atrybutow A[v] z warto$ci x[v] na
warto$é x’[v] pozwolita poprawié rozwigzanie wzgledem funkcji celu zagregowanych
przy pomocy wektora wagowego AP, Jest to informacja dla modelu uczenia
maszynowego ¥, pokazujgca, ze dla atrybutéw A[v] odpowiednig wartoscig
wyjSciowg jest x’[v]. Sie¢ neuronowa ¥ jest trenowana w poparciu o probke uczacq S
metodg skalowanych gradientow sprzgzonych (ang. Scaled Conjugate Gradient, SCG)
[Ariana 2023]. Wytrenowany model = { ¥ :j=1, ..., Nyop } pozwala wygenerowac
Nyop rozwigzan dla nowej instancji problemu optymalizacji. W celu wygenerowania
rozwigzania xj, dla kazdego wierzchotka grafu ve 7 wektor atrybutow A[v] jest
podawany na wej$cie sieci neuronowej ¥#. Otrzymane wyjscie jest przyjmowane jako
warto$é elementu rozwigzania xj[v] = ¥ (A[v]). W ten sposob, jedna sie¢ neuronowa
¥ generuje jedno rozwigzanie x; € [0, l]'V' za$ caly model ={ ¥:j=1, ..., Noop }
generuje populacje skladajacy si¢ z Npop rozwiazan. Poniewaz kazda sie¢ neuronowa
¥ zostata wytrenowana w oparciu o dane uczace reprezentujgce zmiany poprawiajace
rozwigzania dla wektora wagowego A9 mozna oczekiwaé, ze rozwigzanie xj takze

bedzie dobrym rozwigzaniem dla tego samego wektora wagowego A0

Ewolucyjna optymalizacja wag sieci neuronowych. W tym podejéciu algorytm
ewolucyjny optymalizuje populacje Ny, wektoréw liczb rzeczywistych ze zbioru R,
gdzie p jest liczbg parametrow modelu uczenia maszynowego (wag sieci neuronowej).
Kazde rozwigzanie w populacji reprezentuje wagi dla jednej sieci neuronowej
¥,j=1, ..., Npop. Sie¢ neuronowa ¥ jest uzywana do wygenerowania rozwigzania
xj € [0, I]M, tak jak to zostato opisane w poprzednim punkcie, tzn. poprzez podanie na

wejéciu wektorow atrybutéw dla poszezegdlnych wierzcholkéw grafu:

VveV:xlv]= % A). (14)

W ten sposéb populacja Npop wektoréw liczb rzeczywistych przetwarzanych przez
algorytm ewolucyjny (traktowanych jako wagi sieci neuronowych) jest uzywana do

otrzymania Nyop rozwiazafi dla problemu optymalizacji (Rys. 13).
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Rys. 13. Ewolucyjna optymalizacja wag sieci neuronowych. Rozwigzanie x; € R? zawiera p
wag dla sieci newronowej ¥, [All, Fig. 3].

W artykule [All] wymienione powyzej trzy podejécia zostaly poréwnane
w zastosowaniu  do rozwigzywania dwukryterialnej wersji problemu zapobiegania
upadiosciom firm. Najlepsze wyniki zostaly uzyskane metoda ewolucyjnej optymalizacji wag
sieci neuronowych opisang w punkcie 3. powyzej. Zaletg tej metody jest nie tylko mozliwosé
uzyskania dobrych wynikéw optymalizacji, ale takze to, Ze sieci neuronowe moga byé uzyte
dla innych instancji problemu niz te, dla ktérych zostaly zoptymalizowane. Poniewaz
eksperymenty opisane w artykule [A11] zostaly przeprowadzone dla instancji problemu
zdefiniowanych w oparciu o grafy REDS [Antonioni 2014], ktérych struktura zalezy od
trzech parametréw (R, E oraz S), mozliwe bylo zbadanie skutecznosci dzialania sieci
zoptymalizowanych dla pewnych wartoéci parametrow R, E oraz S dla graféw o innych

warto$ciach tych parametrow. Wplyw parametru R (okreslajacego maksymalng dhugosé
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[A12]

krawedzi grafu) na skutecznoéé dzialania zoptymalizowanych sieci okazal si¢ wigkszy niz

wplyw parametréw E oraz S.

W artykule [A12] zbadane zostalo uzycie modelu uczenia maszynowego jako modelu
zastepczego (ang. surrogate model) zamiast symulacji do ewaluacji rozwigzan na podstawie
informacji o gestosci polgczen w grafie. Inspiracjg dla takiego zastosowania modelu uczenia
maszynowego byly zaréwno prezentowane w literaturze badania dotyczace wplywu gestosei
polaczen grafu na rozprzestrzenianie si¢ zagrozen (m.in. [Ladley 2013]), jak i zrealizowane
eksperymenty, prowadzace do podobnych wnioskéw. Przykladowo, w przypadku
rozprzestrzeniania si¢ upadiosci firm, mozna zaobserwowac, ze zmiana ggstosci polgczen
w grafie wplywa na liczbe upadioéci firm, przy czym najkorzystniejsza ggstos¢ polaczen
w grafie jest r6zna, w zalezno$ci od wielkoéci poczatkowego wstrzasu (liczby upadiosci na
poczatku symulacji). W modelu, w ktérym krawedzie grafu (relacje biznesowe) mogg by¢
,,aktywne” lub ,,nieaktywne”, optymalny odsetek ,,aktywnych” krawedzi zalezy od wielkosci

poczatkowego wstrzasu w sposob przedstawiony na Rys. 14,
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Rys. 14. Opiymalny odsetek , aktywnych” krawedzi, dla ktdrego uzyskiwana jest najmniejsza
liczba upadlosci dla danej wielkosci poczgtkowego wstrzqsu [A12, Fig. 2].

Jak widaé, dla matych poczatkowych wstrzasow (niewielu firm w stanie upadlosci na
poczatku symulacji), duza liczba polaczef w grafie ogranicza rozmiar kryzysu, co thumaczone

jest efektem wspoldzielenia ryzyka (ang. risk sharing) [Ladley 2013]. W przypadku duzych
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wstrzagsow poczatkowych, duza liczba ,aktywnych” polaczeni w grafie zwicksza rozmiar
kryzysu, co wynika z wplywu upadajacych firm na znaczng czed$é rynku. Przy duzym
poczatkowym wstrzasie, utrzymywanie relacji z wieloma firmami nie zapobiega utracie
ptynnosci finansowej, poniewaz wielu kontrahentéw jednoczes$nie ma problemy finansowe.
W artykule [A12] rozwazany jest dwukryterialny problem zapobiegania upadtosciom firm,

2 a rozwigzania (wektory binarne) okreslaja,

w ktorym przestrzenig rozwiazan jest { 0,1 }
ktdre (skierowane) krawedzie grafu sa ,aktywne”, co odpowiada utrzymywaniu relacji
biznesowych migdzy firmami. Funkcje celu f; i /> sa wyliczane poprzez przeprowadzenie
symulacji kryzysu finansowego dla dwéch réznych wielkosei poczatkowego wstrzasu (liczby
firm w stanie upadlosci na poczatku symulacji): Seman i Strge. Poniewaz ewaluacja rozwigzan
przy pomocy symulacji jest kosztowna, zostal wykorzystany model zastgpezy (perceptron
wielowarstwowy [Vang-Mata 2020]), ktéry jako dane wejsciowe wykorzystuje histogram H,
okreslajacy, jaki odsetek wierzchotkéw grafu ma ,,aktywny” dany procent incydentnych z nim
krawgdzi (Rys. 15). Przykladowo, jedli wezet ma ,,aktywne” dwie krawedzie z dziesieciu, to
Jest przypisany do przedziatu [0.20, 0.25). Poniewaz na Rys. 15 widoczna jest réznica
w gestosei polaczei w grafach, dla ktorych uzyskano najlepsze wartosci kryteriow f;
(fioletowy) i f2 (z61ty), mozna przypuszczaé, ze znajomo$é histogramu H moze shizyé do

przewidzenia, jakie wartosci funkcji celu zostang uzyskane.
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Rys. IS. Przykladowe histogramy H dla dwdch rozwigzan, kidre uzyskaly najlepsze wartosci
kryteridw fi(fioletowy) i f (26ty) dla grafow z |V| = 5000 wierzcholkami [A12, Fig. 3].
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Metoda zaproponowana w artykule [A12] wykonuje ewaluacj¢ rozwigzan przy pomocy
symulacji w czasie pierwszych giin generacji algorytmu ewolucyjnego (Rys. 16). Uzyskane
rozwigzania i ich ewaluacje stuza do zbudowania probki uczacej zawierajacej, dla kazdego

rozwigzania x € {0, 1 }2|E'

, histogram H(x) iuzyskane wartosci funkcji celu fi(x) i fa(x).
Zgromadzone dane uczace sg uzywane do aktualizacji modelu uczenia maszynowego co giain
generacji algorytmu ewolucyjnego. W czasie pracy algorytmu (oprocz pierwszych giain
generacji, kiedy model uczenia maszynowego jeszcze nie jest wytrenowany), ewaluacja jest
wykonywana z prawdopodobienstwem Pgurogae Za pomoca modelu, ktéry po podaniu na

wejsciu histogramu H(x) dla danego rozwigzania x € {0, 1 }~2IEt

zwraca przewidywane
warto$ci funkcji celu fi(x) i fa(x). W eksperymentach przeprowadzonych dla grafow
z|V|=200, ..., 5000 wierzchotkami, zaproponowana metoda zostala por6wnana
z algorytmem, ktéry wszystkie ewaluacje rozwigzan przeprowadzal przy pomocy symulacji,
W przeprowadzonych testach, kryterium stopu stanowil czas uruchomienia programu, co
mialo na celu uwzglednienie w analizie poréwnawczej czasu potrzebnego na wytrenowanie
iuzycie modelu uczenia maszynowego. Zaproponowana metoda wykorzystujaca model

zastepczy osiagnela lepsze wyniki optymalizacji niz metoda pordwnawcza dla wszystkich

wielkosci grafu.
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Rys. 16. Dzialanie metody optymalizacyi wykorzystujgcej model uczenia maszynowego jako
model zastgpczy do ewaluacji rozwigzan [A12, Fig. 4].
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[A13]

W artykule [A13] opisane zostaly badania nad wykorzystaniem modeli uczenia
maszynowego do generowania decyzji pozwalajacych ograniczy¢ rozprzestrzenianie sie
epidemii. Zastosowane podejicie zawiera pewne elementy podobne do wykorzystanych
w artykutach [AI1] i [A12] dla problemu rozprzestrzeniania si¢ upadlosci. Algorytm
ewolucyjny optymalizuje model uczenia maszynowego (podobnie jak w artykule [A11]),
ktory dla kazdego wierzchotka grafu moze podjaé jedng z decyzji: nie chronié, szczepié,
izolowac (25%), izolowac (50%), izolowaé (75%), izolowaé (100%). Podane wartosci
procentowe okreslaja, jakg czgs¢ kontaktéw (krawedzi incydentnych z danym wierzchotkiem)
nalezy usung¢ w ramach izolacji wierzchotka. W przypadku izolacji, rozprzestrzenianie sie
zagrozenia jest ograniczane przez ,dezaktywacje¢” krawedzi grafu, podobnie jak w modelu
rozwazanym w artykule [A12]. W eksperymentach zostaly uzyte dwa modele uczenia
maszynowego: oparty na regutach oraz sie¢ neuronowa. Wektor atrybutéw ¢(v) podawany na
wejscie modelu zawiera wartosci okre$lajace, jaka czg$é wierzchotkéw znajdujacych sig
wodleglosci 1, ..., h krawedzi od wierzchotka v jest zainfekowanych. Przyktadowo,
w sytuacji pokazanej na Rys. 17, aktywne krawedzie grafu lacza wierzcholek v z trzema
innymi, ktére sg w stanach ‘S’, ‘I’ oraz ‘R’, w zwiazku z czym @(»)[1] = 1/3. Czwarty
wierzchotek, oznaczony na rysunku przez (1), jest polaczony z v nieaktywng krawedzia e
i dlatego nie jest liczony. W odleglosci d = 2 od wierzcholka v znajduje si¢ jeden wierzcholek
w stanie ‘S’ i dwa wierzcholki w stanie ‘I’, wigc @(v)[2] = 2/3. Dwa wierzchotki oznaczone
na rysunku przez (2) s oddzielone od v zaszczepionym wierzchotkiem, wiec nie sa liczone.
W odlegtosci d = 3 od wierzchotka v znajdujg si¢ dwie pary wierzchotkéw oznaczone (3)
i (4), ktore nie sa liczone, poniewaz sg odseparowane od v przez zainfekowane wierzcholki.
W zwigzku z tym, uwzgledniane sg jedynie dwa wierzcholki: jeden w stanie ‘S’ a drugi ‘I’,

wige @(v)[3] = 1/2.
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o (4) Vertex states
4‘ @ - susceptible ('S')

@ - infected (1)

@ - vaccinated ('V")

e =[ 13, 213, 112]

Ale] = false

Rys. 17. Przykiad wyznaczania wektora atrybutéw () dlah =3 [413, Fig. 1 ].

Eksperymenty opisane w artykule [A13] pokazaly, ze model oparty na regutach

pozwala lepiej niz sie¢ neuronowa chroni¢ graf poprzez decyzje o szczepieniu lub izolacji.

Podsumowujac, przeprowadzenie opisanych w tym punkcie prac badawezych pozwolito
na zrealizowanie celu szczegélowego C02, czyli opracowanie metod optymalizacji
wykorzystujacych modele uczenia maszynowego do ukierunkowania przeszukiwania
w algorytmach metaheurystycznych oraz jako modeli zastgpczych dla probleméw
z kosztowna ewaluacja rozwigzan. Uzyskane wyniki pokazujg, ze, zgodnie z hipoteza
badawczg HO2, wykorzystanie modeli uczenia maszynowego do ukierunkowania
przeszukiwania w algorytmach metaheurystycznych umozliwia uzyskiwanie lepszych
rozwigzan dla probleméw ochrony graféw przed zagrozeniami. Ponadto, opisana
w artykufach [A07-A10], analiza dzialania elementéw algorytméw ewolucyjnych, takich jak
operatory krzyzowania i mutacji wykorzystujace modele uczenia maszynowego, potwierdza

hipoteze HO3.

47



[A14]

3.1.6. Zastosowanie algorytméw metaheurystycznych do probleméw
rzeczywistych

Oprécz prac badawczych w zakresie opracowania algorytméw optymalizacji dla
probleméw ochrony graféw przed zagrozeniami, zostaly zrealizowane badania w zakresie
zastosowania metaheurystycznych metod optymalizacji w dwéch obszarach tematycznych:
zapobiegania epidemiom oraz minimalizacji ryzyka systemowego w odniesieniu do upadiosci
instytucji finansowych. Prace opisane w artykutach [A14]-[A16] zostaty przeprowadzone we
wspllpracy z zespotami badawczymi Uniwersytetu Turyniskiego oraz Banku Centralnego

Brazylii, przy wykorzystaniu danych rzeczywistych zebranych przez te zespoly.

Gdy podmiot gospodarczy ma problemy z plynnoscig finansowa, nie jest w stanie
uregulowaé naleznosci wobec wierzycieli, ktérzy z tego powodu mogg nie by¢ w stanie
uregulowaé naleznosci wobec swoich wierzycieli. Rozprzestrzenianie si¢ problemdéw
finansowych (a w konsekwencji upadlosci firm) moze byé opisane przy pomocy modelu
progowego, ktory zostat wykorzystany m.in. w artykutach [A11] i [A12]. W artykule [A12]
pokazana zostata zaleznos¢ migdzy wielkoscig poczatkowego kryzysu (liczba firm w stanie
upadtosci na poczatku symulacji), gestoscig grafu (odsetkiem »aktywnych” krawedzi
reprezentujgcych relacje biznesowe) oraz liczbg upadlodci firm w trakcie symulacji (Rys. 14).
W modelu progowym, dany wezel grafu v (reprezentujacy firme) przechodzi ze stanu
plynnosci finansowej od razu w stan upadiosci, co jest rozumiane Jjako catkowite zaprzestanie
splacania wierzytelno$ci. W bardziej realistycznym scenariuszu, w razie wystapienia
probleméw finansowych, firma moze splacaé czesé zobowigzan. Regulacje prawne mogg
wymagaé okreslonego sposobu postgpowania w przypadku zaspokajania wierzycieli, na
przykiad okresla¢ kategorie naleznosci i kolejnosé ich zaspokajania lub wymagaé
proporcjonalnego (pro-rata) zaspokajania wierzycieli. Tym niemniej, zjawisko selektywnej
splaty zobowigzan wystepuje w $wiecie rzeczywistym i jest szeroko opisywane w literaturze.
Przykladowo, wloskie firmy opozniajg splacanie kredytéw w przypadku bankow
znajdujacych si¢ w gorszej kondycji finansowej [Schiantarelli 2020], przy czym opodznienia
mogg wystgpowac, nawet jesli kredytobiorca jest w stanie na biezgco splacaé swoje
zobowigzania. Osoby fizyczne mogg zwlekaé ze splatg kredytu hipotecznego, a splaca¢ inne
kredyty lub na odwrét [Saengchote 2022]. W artykule [A14] zostal zbadany wplyw
preferencji dotyczacych kolejnosci splacania zobowigzan wobec wierzycieli (ang. default

pecking order, DPO) na ryzyko systemowe. Generalnie, dtuznicy s mniej skionni splaca
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swoje nalezno$ci wobec wierzycieli, ktérych oceniaja jako ,stabszych”. W omawianym
artykule zasymulowane zostalo splacanie naleznosci przez kredytobiorce v wobec wierzycieli
uporzadkowanych wedtug kilku kryteridw: kapitatu, proporcji kapitalu wlasnego do aktywow
(ang. equity-to-asset ratio), liczby kredytobiorcéw (reprezentowanej jako liczba krawedzi
wychodzacych z wierzchotka grafu reprezentujacego wierzyciela) oraz wartosci kredytu
udzielonego kredytobiorcy v przez danego wierzyciela. Jako scenariusze poréwnawcze
przyjeto losowe uporzadkowanie wierzycieli oraz splaty proporcjonalne. Do wykonania
eksperymentow wykorzystano dane opisujace sieé powigzan migdzybankowych (kredytow,
udzialow, operacji walutowych, itp.) oraz kredytéw udzielanych firmom z innych sektoréw
gospodarki przez banki. Z przeprowadzonych badan wynika, ze zaspokajanie wierzycieli
w kolejnodci (nawet losowej) zwigksza ryzyko systemowe w pordwnaniu ze splacaniem
proporcjonalnym. Preferencyjne zaspokajanie silniejszych wierzycieli zwieksza ryzyko
systemowe jeszcze bardziej. W takim przypadku, wicksza gestosé grafu jest niekorzystna —
wigcej polaczen sprzyja propagacji upadiosci zamiast umozliwiaé wspoldzielenie ryzyka.
Ponadto, wzgledne zwigkszenie ryzyka systemowego jest bardziej widoczne, jesli
poczatkowy wstrzas jest mniejszy. Waznym wnioskiem z przeprowadzonych badan jest
konieczno$é¢ uwzgledniania strategii zaspokajania wierzycieli przez podmioty dzialajace
na rynku przy ocenie ryzyka systemowego. Nicuwzglednienie wplywu takich strategii
moze prowadzi¢ do znacznego zanizenia prognozowanego poziomu ryzyka. Podobnie jak
weczesniejsze publikacje, takie jak [Ladley 2013] i [A12], artykul [A14] pokazuje zaleznos¢
miedzy gestoscig grafu oraz wielkoScia poczatkowego kryzysu a propagowaniem sig
zagrozen. Wyniki badan przedstawione w artykule [A14] pokazujg dodatkowo istotny wpltyw
strategii zaspokajania wierzycieli na zalezno$¢ migdzy ggstoscia grafu a ryzykiem

systemowym.

W artykule [A15] opisane zostaly badania dotyczgce optymalizacji ewolucyjnej
w zastosowaniu do zapobiegania epidemiom choréb zwierzat hodowlanych. W badaniach
zostaly uwzglednione nastgpujgce aspekty wystgpujgce w rzeczywistych zagadnieniach

zwiazanych z zapobieganiem epidemiom:

= Symulacje rozprzestrzeniania si¢ choroby byly przeprowadzane przy wykorzystaniu
zbioru danych opisujacych faktyczne transporty zwierzat w Piemoncie w roku
2017.
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Zbadany zostal wplyw niepreecyzyjnej wiedzy na wyniki optymalizacji. Przyjeto, ze
nie wszystkie przypadki choroby zostaly zdiagnozowane na poczatku symulowanej
epidemii, a jedynie pewna cz¢$¢ oinown, Oraz, Ze faktyczny graf reprezentujacy
transporty zwierzat r6zni si¢ od tego, dla ktérego przeprowadzana jest optymalizacja,
poniewaz pewna liczba par krawedzi fewire zostala zmodyfikowana poprzez
zastapienie krawedzi (vi, v2) 1 (v3, v4) krawgdziami (v, v4) i {v3, vp). Opisane powyzej
dwie modyfikacje pozwalaja zasymulowaé niepewno$¢ w ocenie sytuacji

epidemiologicznej wystepujaca w zastosowaniach do probleméw rzeczywistych.

Optymalizacja ewolucyjna zostala poréwnana ze znanymi z epidemiologii
strategiami planowania szczepien. W omawianym artykule uzyte zostaly strategie
oparte na liczbie krawedzi grafu (wchodzacych, wychodzacych oraz ogélem), co
w omawianym problemie przeklada sig na liczbg transportéw mogacych byé

przyczyna przenoszenia choroby, a takze strategi¢ opartg na wielkosci gospodarstwa.

Wplyw znajomos$ci przypadkow choroby na skuteczno$é¢ poréwnywanych metod

(optymalizacji oraz znanych z epidemiologii strategii planowania szczepien) jest widoczny

dzigki poréwnaniu liczby testéw, w ktorych kazda z metod data lepsze wyniki w zalezno$ci

od parametrt Qimown (Rys. 18). Jesli wigkszos¢ przypadkéw choroby jest znana (nown = 0.8),

optymalizacja ewolucyjna daje lepsze wyniki. W przeciwnym razie, skuteczniejsze sa

strategie planowania szczepien.

50

30 1

- IMOEA/D
B Strength(Numl.ocations, Both)

25 | 7 Strength(NumMovements, Both)
L20F .
8
£
é 15 1
3

10 B

5
0 £
01 0.2 0.5 0.8 09 1
Fraction of known cases o,
known

Rys. 18, Liczba testow, w kiérych porownywane metody daly lepsze wyniki,
w zaleznosci od warto$ci parametrtt Qo [A15, Fig. 3].



Wplyw ograniczonej wiedzy na temat sieci ftransportdw na skuteczno$dé
poréwnywanych metod jest widoczny dzigki porownaniu liczby testow, w ktorych kazda
zmetod data lepsze wyniki w zalezno$ci od parametru rewire (Rys. 19). W przypadku
niewielkich modyfikacji grafu (cewire < 0.3), optymalizacja ewolucyjna daje lepsze wyniki,
W przeciwnym razie, skuteczniejsze sg strategie planowania szczepien, cho¢ nalezy wzigé
pod uwage, ze sposob modyfikacji grafu uzyty w badaniach (modyfikacja par krawegdzi
laczacych cztery wierzchotki grafu) faworyzuje przyjete strategie, ktore sga oparte na
parametrach transportow wchodzgcych i wychodzacych z danego wierzchotka, ktore nie
ulegaja zmianie przy uzytych modyfikacjach grafu. W przypadku innego rodzaju modyfikacji
sieci transportow, efekty moglyby byé mniej korzystne dla przyjetych strategii planowania

szczepien.

W opisywanym artykule zaproponowany zostal takze mechanizm uzupelniania
brakujacej wiedzy dotyczacej przypadkéw choroby, poprzez wygenerowanie dodatkowych,
losowych przypadkéw choroby na poczatku symulowane; epidemii. Zaproponowany
mechanizm pozwala poprawié¢ skuteczno$¢ optymalizacji ewolucyjnej, jednak powinien by¢
stosowany ostroznie, gdyz wygenerowanie nadmiernej liczby sztucznych przypadkow

choroby pogarsza wyniki optymalizacji.
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Rys. 19. Liczba testéw, w ktdrych poréwnywane metody daly lepsze wyniki,
w zaleznodci od warto$ci parametru Greyire [A15, Fig. 4].

Podsumowujac, przeprowadzone badania pokazaly, 2ze zaréwno optymalizacja
ewolucyjna, jak i zastosowanie znanych z epidemiologii strategii planowania szczepiefi moze

przynosi¢ korzysci, w zaleznosci od tego, jak bardzo precyzyjna wiedza dotyczaca
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przypadkéw choroby oraz transportéw zwierzat jest dostepna. Jesli wiekszosé przypadkow
choroby jest wykrywana oraz wiedza dotyczaca transportéw Zwierzat nie jest obarczona
znaczng niepewnoscig, to optymalizacja ewolucyjna daje dobre wyniki. Jesli jednak znaczna
liczba przypadkéw choroby nie jest znana (gnown < 0.8) lub wystepujg duze réznice migdzy
faktyczng a symulowang siecig transportéw (hewire = 0.3), zastosowanie strategii planowania
szczepieh moze da¢ lepsze wyniki niz optymalizacja ewolucyjna. Warto Jjednak podkresli¢, ze
w przypadku zwierzat hodowlanych dokladno$é gromadzonych danych jest znacznie wigksza
niz w przypadku ludzi. W szczegélnosci, w Unii Europejskiej istnieje obowigzek rejestracji
transportow zwierzat hodowlanych, co pozwala z duzg dokladnoscia odtworzyé sieé

kontaktéw mogacych by¢ przyczyng przenoszenia sig chordb.

W artykule [A16] przedstawione zostaly wyniki badan nad wykorzystaniem
optymalizacji wielokryterialnej do poprawy efektywnosci i stabilnosci systemu
finansowego. Zmienng decyzyjng w rozwazanym problemie jest jeden z wWymogow
kapitalowych: wspofczynnik wartosci netto do wartodci aktywow migdzybankowych.
Rozwazane sg dwa scenariusze: hetérogeniczny, w ktérym wartos¢ x; wymienionego powyzej
wspolezynnika moze by¢ rézna dla poszczegdlnych bankéw, oraz homogeniczny, w ktérym
wszystkie wartosci x; sg réwne. Scenatiusz homogeniczny odpowiada sytuacji, w ktorej
regulacje prawne okreélajg jedng warto$¢ wspétezynnika dla calego rynku migdzybankowego.
Relacje migdzy bankami sa modelowane w postaci grafu G = (V, E), w ktorym wierzchotkami
sg banki, za$ krawedz laczaca wierzcholki v; oraz vj 0 wadze L;; oznacza, ze i-ty bank udzielit
J-temu bankowi pozyczki o wartosci Lj. Dla i-tego banku wartogé jego aktyw6w na rynku
migdzybankowym L; jest réwna sumie wartosci udzielonych przez niego pozyczek: L; =
2j=1,... v} Lij. Minimalna warto$¢ netto i-tego banku, ktéra powinien on mieé, zeby spehnié
wymogi kapitalowe jest wyliczana jako NW; = x;L;. Warto$é x; = NW, / L; reprezentuje poziom
rezerw dla i-tego banku. W zwiagzku z tym, mniejsze wartodci x; przekladaja si¢ na wigksza
efektywnos¢ (mniejsza czgsé kapitatu stanowi rezerwe), za$ wigksze wartosci x; przekladajg
si¢ na wigksza stabilno$é (mniejsze ryzyko utraty plynnosci finansowej). Dla rozwigzania

x e [0, I]M wartos¢ funkeji celu £] jest Wyliczana jako:

Wil .
).41'—1 Nwl

fi(x) =YL (15)

Wartos¢  funkcji  celu  f; jest uzyskiwana poprzez wykonanie symulacji

rozprzestrzeniania si¢ upadlosci z progowym mechanizmem propagacji. Dla ¢ = 1, pewna
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czeéé ¢ bankow znajduje si¢ w stanie upadiosei. Zbiér tych bankéw oznaczamy przez S(1).

Dla kazdego banku v; nie bedacego w stanie upadlosci sprawdzany jest warunek:
jepy Lij =NW;, (16)

gdzie ¢ = 1. Jesli warunek (16) jest speiniony, bank v; przechodzi w stan upadiosci, tzn. jest
dodawany do zbioru (2). W kolejnych krokach symulacji t = 2, 3, ... warunek (16) jest
sprawdzany dla odpowiedniego A(t), co moze prowadzi¢ do upadiosci kolejnych bankow. Po
skoriczonej liczbie T’ krokéw symulacji, fala upadlosei zatrzymuje sig w momencie, gdy dla
zadnego banku warunek (16) nie jest spelniony lub wszystkie banki znajdujg si¢ w stanie
upadtoéci. Wartosé funkeji celu f; jest wowczas wyliczana jako:

14
W S Siep L
™ 5
2,::1 Li

f(x) = (17)

czyli jako straty skumulowane w czasie catej symulacji w proporcji do wartosci catego rynku

(wszystkich pozyczek udzielonych przez banki).

W eksperymentach opisanych w artykule [A16], poréwnana zostata skutecznosé
wprowadzenia regulacji dla calego rynku (scenariusz homogeniczny, w ktorym wszystkie
wartosci x; sa takie same) oraz skutecznos¢ regulacji na poziomie kazdego banku (scenariusz
heterogeniczny, w ktérym wartosci x; mogg by¢ rozne i sa one dobierane przez algorytm
optymalizacji). Poniewaz omawiany problem jest problemem optymalizacji dwukryterialne;j,
rozwiazania osiagajace rozne wartosci funkeji celu fi i f» formuja front Pareto. W przypadku
scenariusza homogenicznego, front Pareto jest generowany poprzez ustalenie wartosci fi =
0.01, ..., 1 z przyrostem 0.01. Dla ustalonej wartosci f; wykonywana jest symulacja fali
upadlosci rozpoczynajacej sig od upadtosci { bankéw. W tym scenariuszu przyjmowane jest
Vi=1, ., v % = fi. Po zakoficzeniu symulacji, wartos¢ kryterium f; jest wyliczana zgodnie ze
wzorem (17). W przypadku scenariusza heterogenicznego, wykonywana jest optymalizacja
wielokryterialna w przestrzeni poszukiwan Q = [0, I]M. Ewaluacja kazdego rozwigzania
x € [0, 1][VI jest wykonywana przy pomocy symulacji, zgodnie z opisem powyzej, a funkcje
celu £ i f5 sa wyliczane odpowiednio ze wzoréw (15) i (17). W artykule [A16] zostaly
oméwione eksperymenty przeprowadzone na danych rzeczywistych opisujacych rynek
migdzybankowy w Brazylii. Fronty Pareto uzyskane w obydwu scenariuszach:
homogenicznym (HomCRR) oraz heterogenicznym (HetCRR) dla kilku réznych wielkosci

poczatkowego kryzysu (§ = 0.01, 0.05, 0.10, 0.20) pokazuje Rys. 20.
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Rys. 20. Fronty Pareto uzyskane w obydwu scenariuszach: homogenicznym (HomCRR)
oraz heterogenicznym (HetCRR) dla kilku réznych wielkosci poczgtkowego
kryzysu (= 0.01, 0.05, 0.10, 0.20) [Al6, Fig. 2]

Wyraznie widoczna jest bardzo duza przewaga rozwiazar uzyskiwanych w scenariuszu
heterogenicznym. Pozwalajg one uzyska¢ znacznie nizszy poziom strat wynikajacych
zkryzysu (f;) przy danym sumarycznym poziomie rezerw (f;). W scenariuszu
heterogenicznym bardziej wyrazny jest tez spadek wielkosci strat (Rys. 20 na osiach
pionowych) po przekroczeniu pewnego krytycznego poziomu rezerw (Rys. 20 na osiach
poziomych). Jest to efekt podobny do efektu odpornogci zbiorowej (ang. herd immunity)

obserwowanego w przypadku zapobiegania epidemiom.

Podsumowujac, przeprowadzenie opisanych w tym punkcie prac badawczych pozwolito
na zrealizowanie celu szczegolowego CO03, czyli zbadanie wplywu struktury powigzan
mi¢dzy podmiotami gospodarczymi na poziom ryzyka systemowego oraz zrealizowanie celun
szczegolowego CO04, czyli zbadanie przydatnosci opracowanych metod dla rzeczywistych
probleméw optymalizacji w zagadnieniach ochrony przed zagrozeniami takimi jak epidemie,
upadiosci firm, itp. Wyniki badari przedstawione w artykule [A14] wskazuja na istotny wptyw
zaréwno gestosci grafu jak i strategii zaspokajania dluznikéw przez poszczegdlne podmioty
na ryzyko systemowe, co potwierdza prawdziwo$é hipotez H04 i HOS5. Zgodnie z hipoteza

H06, badania opisane w artykule [A15] pozwolily lepiej zrozumieé wplyw niekompletnej
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wiedzy o przebiegu epidemii na uzyskiwane wyniki optymalizacji. Zastosowanie
opracowanych metod do zapobiegania epidemiom oraz minimalizacji ryzyka systemowego
pozwolito na uzyskanie lepszych wynikéw optymalizacji oraz lepsze zrozumienie tych

probleméw, co potwierdza hipotezg badawcza HO7.

3.1.7. Projekty badawcze powigzane tematycznie z cyklem publikacji

Czeéé wymienionych powyzej prac zostala zrealizowana w powigzani z projektami
badawczymi finansowanymi przez NCN i NAWA. W ramach projektu NCN pt. »Modele
i metody wykorzystania wiedzy dziedzinowej w algorytmach metaheurystycznych dla
probleméw optymalizacji w $wiecie rzeczywistym” prowadzone byly prace nad
usprawnieniem dziatania metod optymalizacji poprzez wykorzystanie wiedzy dziedzinowej.
W ramach projektu opracowane zostaly m.in. metody pozyskiwania (Rys. 4) i wykorzystania
informacji (Rys. 5) podczas rozwiazywania probleméw przez algorytmy ewolucyjne. Zostato
takze opracowane podejécie do wykorzystania modeli uczenia maszynowego zgodnie
z zasadg ,wytrenuj raz, stosuj wielokrotnie” (Rys.6). Prace badawcze przedstawione
w publikacjach omawianych podpunkcie 0 zostaty przeprowadzone w ramach projektu NCN.

W ramach Programu Bekkera (NAWA), zostat sfinansowany pobyt w Department of
Veterinary Sciences, Data Analysis and Modeling Unit w Uniwersytecie Turynskim. Podczas
pobytu zostat zrealizowany projekt badawczy pt. ,,Optimization of Epidemics Control in
Dynamic Complex Networks”. Dotyczyt on wykorzystania metod optymalizacji do
zapobiegania epidemiom choréb zwierzgcych rozprzestrzeniajacych si¢ poprzez transporty
zwierzat hodowlanych. Prace badawcze dotyczyly optymalizacji dla danych rzeczywistych
z uwzglednieniem niekompletnej wiedzy dotyczacej sieci transportéw i wystgpowania
przypadkéw choroby. Wyniki tych badafn zostaly opublikowane w artykulach
[Michalak 2020] oraz [A15].

Obliczenia bedace podstawg publikacji wchodzacych w sklad cyklu publikacji
przedstawionego w tym autoreferacie wykonano na komputerach Wroctawskiego Centrum

Sieciowo-Superkomputerowego (http:/www.wess.pl), grant obliczeniowy Nr 407.
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3.1.8. Podsamowanie gléwnego osiggniecia naukowego

Giéwnym osiagnigciem naukowym jest cykl publikacji przedstawiajgcych wyniki prac
badawczych majacych na celu opracowanie algorytméw metaheurystycznych dla
probleméw ochrony graféw przed zagrozeniami. Artykuty [A01]-[A06] dotycza
opracowania algorytméw metaheurystycznych lub ich elementéw (operatoréw genetycznych,
procedur przeszukiwania lokalnego, itp.), ktére pozwalaja skuteczniej rozwigzywaé badane
problemy optymalizacji. Artykuly [AO07]-[A13] dotyczg wykorzystania modeli uczenia
maszynowego w celu usprawnienia algorytméow metaheurystycznych w zastosowaniu do
probleméw grafowych. W zagadnieniach ochrony graféw przed zagrozeniami rozwigzanie
problemu optymalizacji najczesciej skiada si¢ z decyzji podejmowanych dla wierzchotkéw
lub krawedzi grafu, takich jak szczepienia wierzcholkéw Ilub izolacja czyli dezaktywacja
krawgdzi (w przypadku epidemii) albo gromadzenie rezerw lub aktywacja/dezaktywacja
kontaktéw biznesowych (w przypadku problemu ochrony przed upadtosciami). Pozwala to na
zastosowanie modeli uczenia maszynowego (klasyfikacji lub regresji) do generowania takich
decyzji woparciu o réznego rodzaju atrybuty, takie jak np. miary grafowe: stopien
wierzchotka, bliskos¢ (ang. closeness), posrednictwo (ang. betweenness) itp. Opracowane
metody pozwalajg trenowaé modele uczenia maszynowego na mniejszych instancjach
problemu (np. dla 1000 wierzcholkéw), a nastgpnie stosowa¢ wytrenowane modele dla
wigkszych instancji (nawet dla 10 000 wierzcholkéw). Jest to wazne, poniewaz problemy
optymalizacji dla graféw cechujg si¢ duza ztozonoscig obliczeniows. Artykuly [A14]-[Al6]
przedstawiaja ~ wyniki  badafn  dla  probleméw rzeczywistych:  zapobiegania
rozprzestrzenianiu si¢ choréb wsréd zwierzat hodowlanych oraz minimalizacji ryzyka
systemowego dla rynku migdzybankowego. Dane wykorzystane w artykule [A15] zostaly
dostarczone przez zespot Data Analysis and Modeling Unit z Uniwersytetu Turyfiskiego i na
ich podstawie przeprowadzone zostaly badania nad  zastosowaniem algorytmow
metaheurystycznych do zapobiegania epidemiom choréb zwierzat hodowlanych w $wiecie
rzeczywistym. Prace badawcze opisane w tej publikacji zostaly zrealizowane podczas pobytu
w Uniwersytecie Turynskim sfinansowanego przez NAWA w ramach Programu Bekkera.
Badania nad zapobieganiem epidemiom choréb zwierzat hodowlanych majg istotne
znacznie dla gospodarki ze wzgledu na duze koszty zwalczania choréb, straty wéréd
zwierzat oraz negatywne skutki dla biznesu (straty wywolywane koniecznoécig uboju

zwierzat, problemy wynikajace z izolacji gospodarstw, itp.). Jak juz wspomniano
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w podpunkcie 3.1.2, skutkiem samych tylko epidemii pryszczycy sg straty ekonomiczne
liczone w miliardach USD oraz $mieré miliondw zwierzat [Boum 2002; Knight-Jones 2013].
Dane wykorzystane w publikacjach [A14] oraz [A16] zostaly zebrane przez badaczy
z Uniwersytetu w SHo Paulo oraz Banku Centralnego Brazylii. Na ich podstawie
przeprowadzone zostaly badania nad stabilnoscig systemow finansowych oraz zastosowaniem
algorytméw metaheurystycznych do minimalizacji ryzyka systemowego. Zrozumienie
czynnikéw wplywajacych na podatno$¢ systemu finansowego na kryzysy oraz wielkoS§¢
tych kryzyséw ma istotne znaczenie praktyczne. Przykladowo, skutkiem kryzysu
finansowego z lat 2007-2009 byl spadek produkeji szacowanych przez Government
Accountability Office na od kilku do nawet dziesigciu bilionow USD? [GAO 2013]. Z tego
wzgledu zrozumienie zaleznodci takich jak np. wplyw strategii obstugi zadluzenia (ang.
pecking order) przez firmy na stabilnos¢ catego rynku jest nie tylko interesujace pod
wzgledem naukowym, ale moze tez mie¢ wplyw na ksztaltowanie regulacji prawnych

zwlaszeza dla tak silnie kontrolowanych rynkéw jak rynek migdzybankowy.

Na podstawie uzyskanych wynikow mozna stwierdzié, ze postawione hipotezy

badawcze zostaly zweryfikowane w sposéb pozytywny:

[H01] Nowe operatory genetyczne dla algorytméw  ewolucyjnych, modele
probabilistyczne dla algorytméw  estymacji rozkladéw oraz algorytmy przeszukiwania
lokalnego umozliwiajg uzyskiwanie lepszych rozwigzan dla probleméw ochrony graféw przed

zagroZeniami.

Zaréwno operator Sim-X [A04], model probabilistyczny S-P [A03], jak i algorytm
przeszukiwania lokalnego ED-LS pozwolity uzyska¢ lepsze wyniki optymalizacji niz metody
porébwnawcze. Takze przystosowanie algorytmu Sim-EA  [Michalak 2014b]  do
wielokryterialnego Problemu Gaszenia Pozaréw opisane w artykule [A02] pozwolito

poprawié¢ uzyskiwane wyniki optymalizacji.

[H02] Modele uczenia maszynowego uzyte do ukierunkowania przeszukiwania
w algorytmach metaheurystycznych  umozliwiajq  uzyskiwanie lepszych rozwigzan dla

problemdw ochrony graféw przed zagrozeniami.

Opisane w artykule [A10] badania dotyczyly wykorzystania modeli uczenia

maszynowego do kierowania kilkoma elementami algorytmu ewolucyjnego: inicjalizacjg

2 Research suggests that U.S. output losses associated with the 2007-2009 financial crisis could range
from several trillion to over 810 trillion” [GAO 2013}
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populacji, krzyzowaniem, mutacjg oraz procedurs przeszukiwania lokalnego. Uzycie sieci
neuronowej wytrenowanej w oparciu o dane zebrane dla [V|=1000 wierzchotkéw grafu
pozwolifo poprawi¢ wyniki dla problemu optymalizacji szczepien nawet dla [V] = 20000.
W artykule [AI11] opisane zostaly badania dotyczace wykorzystania modeli uczenia
maszynowego dla dwukryterialnej wersji problemu zapobiegania upadlo$ciom firm.
Najlepsze wyniki zostaly uzyskane, gdy algorytm ewolucyjny wykorzystano do optymalizacji
wag sieci neuronowych, ktére nastepnie zostaly uzyte do wygenerowania rozwigzan dla

problemu optymalizacji.

[HO3] Modele uczenia maszynowego przyczyniajq sie do poprawienia wynikéw
oplymalizacji poprzez ich uzycie do sterowania operatorami genetycznymi, takimi jak

operatory krzyzowania i mutacji

W artykutach [A07]-[A09] opisane zostaly wyniki prac badawczych dotyczacych
wykorzystania modeli uczenia maszynowego do usprawnienia dziatania poszczegélnych
elementéw algorytméw ewolucyjnych: inicjalizacji populacji [A07], mutacji [A08] oraz
krzyzowania [A09]. Uzyskane wyniki potwierdzajg, ze uzycie modeli uczenia maszynowego

do sterowania operatorami genetycznymi pozwala poprawi¢ wyniki optymalizacji.

[HO4] Gestosé¢ grafu wplywa na propagowanie si¢ zagrozen, przy czym, dla maltych
wstrzqséw poczqtkowych duza gestosé grafu zmniejsza ryzyko systemowe, zas w przypadku

duzych wsirzqsow poczqtkowych duza gesto$é grafu zwigksza ryzyko systemowe.

Badania opisane w artykule [A12] wykazaly, ze dla malych wstrzagséw poczatkowych
(niewielu firm w stanie upadiosci na poczatku symulacji), korzystniejsza, z punktu widzenia
ograniczania ryzyka systemowego, jest duza liczba polaczen w grafie, za$ w przypadku
duzych wstrzgséw poczatkowych, korzystniejsza jest mniejsza liczba polgczen w grafie
(Rys. 14). W przypadku progowego mechanizmu propagacji upadiosci (str. 15), duza gesto$é
grafu powoduje, ze narazenie (ang. fiagility) wierzchotkéw grafu (2) dla matego wstrzasu
poczatkowego jest niskie, co zapobiega rozprzestrzenianiu si¢ upadlogci. Jest to efekt znany
Jjako wspoldzielenie ryzyka (ang. risk sharing). W przypadku duzego wstrzasu poczatkowego,
Jest wystarczajaco duzo podmiotéw w stanie upadtosei dla ¢ = 0, zeby narazenie sgsiednich
wierzcholkéw grafu przekroczylo prég 6, co powoduje ich przejscie w stan upadlosci dla
t=1. Duza liczba krawgdzi grafu sprzyja propagacji wstrzasu (ang. shock propagation).
Podobne wnioski wysnuto na podstawie badari przeprowadzonych na danych rzeczywistych,

opisanych w artykule [A14]. Wnioski z artykuléw [A12] i [A14] pokazuja mozliwy kierunek
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dalszych badan — optymalizacje struktury powigzaf biznesowych pod katem redukeji ryzyka
systemowego. Tego rodzaju podejscie mogloby byé zastosowane w przypadku rynkow silnie

regulowanych (np. rynku migdzybankowego).

[HO5] Wybor strategii zaspokajania dluznikow przez poszczegolne podmioly ma istotny
wplyw na ryzyko systemowe.

W artykule [A14] zostal zbadany wplyw preferencji dotyczacych kolejnosei sptacania
zobowigzah wobec wierzycieli (ang. default pecking order, DPO) na ryzyko systemowe.
Otrzymane wyniki pokazaty, ze dzialania ukierunkowane na zmniejszenie ryzyka
systemowego moga dotyczy¢ nie tylko optymalizacji poziomu rezerw lub sieci kontaktow
biznesowych, ale takze preferencji dotyczacych kolejnosci splacania zobowigzan wobec

wierzycieli.

[HO6] Zastosowanie opracowanych metod do zapobiegania epidemiom oraz

minimalizacji ryzyka systemowego pozwoli na lepsze zrozumienie tych problemow.

Badania opisane w artykule [A15] pozwolily lepiej zrozumie¢ wplyw niekompletnej
wiedzy o przebiegu epidemii na uzyskiwane wyniki optymalizacji. Otrzymane rezultaty
pokazaly, ze zaréwno optymalizacja ewolucyjna, jak i zastosowanie znanych z epidemiologii
strategii planowania szczepiefi moze przynosi¢ korzysci, w zaleznosci od tego, jak bardzo

precyzyjna wiedza dotyczaca przypadkéw choroby oraz transportow zwierzat jest dostepna.

[H07] Zastosowanie opracowanych metod do zapobiegania epidemiom oraz

minimalizacji ryzyka systemowego pozwala na uzyskanie lepszych wynikéw optymalizacji.

W artykule [A16] przedstawione zostaly wyniki badan nad wykorzystaniem
algorytméw optymalizacji wielokryterialnej do poprawy efektywnosci i stabilnosci systemu
finansowego. W eksperymentach poréwnana zostala skuteczno$¢ wprowadzenia regulacji dla
catego rynku (scenariusz homogeniczny) oraz skuteczno$¢ regulacji na poziomie kazdego
banku (scenariusz heterogeniczny ~wykorzystujacy —optymalizacj¢ wielokryterialna).
Zaobserwowano znaczng przewage rozwigzan uzyskiwanych w scenariuszu heterogenicznym,
co wskazuje na zasadno$¢ wprowadzania regulacji oraz wykorzystania metod optymalizacji
wielokryterialnej do zrealizowania scenariusza heterogenicznego. Ponadto, zaobserwowano
efekt podobny do znanego z epidemiologii efektu odpornosci zbiorowej (ang. herd immunity),
co wskazuje na podobiefistwo zagadniefi zwalczania epidemii i minimalizacji ryzyka

systemowego.
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3.2. Prace badaweze oraz wynikajace z nich publikacje w obszarze
optymalizacji wielokryterialnej

Prace badawcze w tym obszarze dotyczyly opracowania nowych oraz usprawnienia
istniejacych algorytméw metaheurystycznych dla optymalizacji wielokryterialnej, a takze
analizy dziatania tego rodzaju metod. Jedna z istotniejszych publikacji w tym zakresie jest
[Michalak 2014a], w ktorej zostal zbadany wplyw sasiedztwa rozwigzan w algorytmie
MOEA/D na (a)symetri¢ jego dzialania. Przeprowadzone eksperymenty pokazaty, ze uzycie
sasiedztwa z parzysty liczbg rozwiazan (co jest bardzo czesto dokonywanym wyborem
w wielu publikacjach) prowadzi do istotnej statystycznie asymetrii w uzyskiwanych frontach
Pareto nawet dla specjalnie opracowanego problemu optymalizacji, charakteryzujacego sie
idealng symetrig. Wynik ten jest istotny dla zastosowan algorytmu MOEA/D, ktéry jest
Jednym z najpopularniejszych algorytméw ewolucyjnych dla optymalizacji wielokryterialnej
(wedlug Google Scholar 8702 cytowania dla artykutu [Zhang 2007] oraz 2635 cytowan dla
artykutu [Li 2009], stan na koniec kwietnia 2024 roku). Otrzymane wyniki staly si¢ inspiracjg
dla zrealizowania prac badawczych majacych na celu wykorzystanie kierunkowania presji
selekcyjnej w algorytmie MOEA/D w taki sposéb, aby poprawié uzyskiwane rozwigzania
[Michalak 2015c]. Zaproponowana metoda wynika ze spostrzezenia, ze sgsiedztwo
rozwigzan znajdujacych si¢ na skraju frontu Pareto sklada si¢ z wektorow kierunkowych,
ktore, Srednio rzecz biorge, sg skierowane ku $rodkowej czesci tego frontu, co ogranicza
zdolnos¢ algorytmu do jego rozszerzania, W omawianym artykule zostaly zaproponowane
sposoby ukierunkowania presji selekcyjnej ku zewnetrznej czesci frontu Pareto, co pozwala
poprawi¢ wyniki optymalizacji. W publikacji [Michalak 2017] zaproponowane zostato
podejscie, w ktérym prawdopodobiefistwo wyboru rozwiazania z sasiedztwa uzywanego
w algorytmie MOEA/D ma rozktad normalny zamiast rozktadu Jjednostajnego stosowanego
w klasycznej wersji algorytmu MOEA/D. Opracowana metoda pozwolila poprawi¢ wyniki
optymalizacji dla dwukryterialnej wersji problemu TSP. Dwie inne publikacje
[Michalak 2015b; Michalak 2016a]  dotyczyly  ulepszenia  dzialania algorytmow
przeszukiwania lokalnego (ang. Jocal search). Zaproponowany w publikacji
[Michalak 2016a] algorytm przeszukiwania lokalnego DirLS wykorzystuje kryterium
akceptacji rozwigzai oparte na agregacji funkcji celu metoda sumy wazonej. Algorytm DirLS
przechowuje pary (pos, dir), w ktorych zapamigtywany jest kierunek (wektor wagowy dir),
ktdry pozwolit poprawi¢ istniejace rozwiazanie x dla danej pozycji (wektora funkcji celu pos

= F(x)). W kolejnych przeszukiwaniach dla rozwigzania y znajdujacego si¢ na pozycji
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pos = F(y) jako wektor wagowy dla procedury przeszukiwania lokalnego wybierany jest
wektor bedacy Srednig z Ngir wektorow dla pozycji najblizszych pozycji pos. Algorytm DirLS
pozwolil uzyskaé lepsze wyniki optymalizacji dla probleméw TSP i QAP niz metody
pordwnawcze: DLS (wykorzystujgcy ustalone wektory wagowe) oraz PLS (wykorzystujacy
kryterium dominacji w sensie Pareto). Rozwazane w omawianej publikacji algorytmy
przeszukiwania lokalnego PLS, DLS oraz DitLS zostaly nastgpnie uzyte w badaniach
opisanych w publikacji [A05]. W drugiej publikacji dotyczacej metod przeszukiwania
lokalnego [Michalak 2015b] zostata zaproponowana metoda, w  ktorej podczas
przeszukiwania lokalnego wokol rozwigzania x wykorzystywany jest lokalny punkt

odniesienia u(x) € R™, w ktérym wspolrzedne u(x);, i = 1, ..., m s wyznaczane jako:

u(x); = max{f;(x') :x" € PALIAfi(x) <fi(x) }, (18)

gdzie:
x — rozwigzanie, wokot ktérego wykonywane jest przeszukiwanie lokalne,
P — populacja rozwigzan w algorytmie ewolucyjnym,
m — liczba funkcji celu w problemie optymalizacji,

fi(-) — warto$¢ i-tej funkcji celu.

Warto§é wspolrzednej u(x); jest najwiekszg wartoscig wystgpujacg w populacji, ktora
jest mniejsza niz warto$¢ funkcji celu fi(x). Poniewaz rozwazany jest wielokryterialny
problem TSP, w ktéorym wszystkie funkcje celu sg minimalizowane, lokalny punkt
odniesienia okre§lony réwnaniem (18) sklada si¢ ze wspéhrzednych odpowiadajacych
istniejacym w populacji rozwigzaniom, ktére w przestrzeni kryteriow sa najblizej punktu x

i jednoczesnie poprawiajg wartosci kryteriow dla rozwigzania x (Rys. 21).

12 ® x
x'e P\ {x}
® u(x)
u(x)2 . ®
PR O, ’ ______
:
D V;

Rys. 21. Wyznaczanie lokalnego punktu odniesienia dla rozwigzania x
(funkcje celu f) i f2 sq minimalizowane)
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Inne prace w zakresie metod optymalizacji wielokryterialne; dotyczyly wykorzystania
dodatkowej populacji (archiwum przechowujacego najlepsze dotad znalezione rozwigzania)
[Michalak 2015a], oraz losowo generowanych rozwiazan (imigrantow) w celu zwickszenia
réznorodnosci w populacji [Michalak 2021a], co pozwolilo poprawi¢ wyniki optymalizacji

dla wielokryterialnego problemu TSP.

3.3. Prace badaweze oraz wynikajace z nich publikacje w obszarze
optymalizacji logistyki i transportu

Prace badawcze w tym obszarze byly zwigzane z realizacja projektu NCN pt. ,,Modele
i metody wykorzystania wiedzy dziedzinowej w algorytmach metaheurystycznych dla
probleméw optymalizacji w $wiecie rzeczywistym” i mialy na celu opracowanie metod
optymalizacji, pozwalajagcych na wykorzystanie wiedzy praktykéw lub innych Zrédet
informacji w celu poprawienia wynikéw optymalizacji dla probleméw dotyczacych logistyki
i transportu. Jako problem optymalizacyjny wybrano problem wyznaczania tras przeptywu
zapasow (ang. Inventory Routing Problem, IRP), poniewaz jest on uogolnieniem prostszych
probleméw marszrutyzacji oraz uwzglgdnia zaréwno optymalizacj¢ transportu, jak
i skladowania towardéw, co pozwala na zastosowanie w praktyce. W artykule [Lipinski 2018]
opracowany zostal algorytm ewolucyjny dla problemu IRP wykorzystujgey znane
z praktyki sposoby modyfikacji rozwiazan w operatorach genetycznych (krzyzowania
i mutacji) dla problemu IRP. Podczas inicjowania populacji, wykorzystywany jest, stosowany
przez praktykow, sposdb konstrukcji rozwigzati w celu uzyskania rozwigzania bazowego.
Populacja poczatkowa skiada si¢ z rozwigzania bazowego oraz Jjego zmutowanych kopii.
Poniewaz problem IRP zawiera liczne ograniczenia, kt6re utrudniajg znalezienie rozwigzan
dopuszczalnych, w artykule [Michalak 2021b] opracowane zostalo podejscie zapobiegajace
tamaniu ograniczen przez rozwigzania obecne w populacji przetwarzanej przez algorytm
ewolucyjny. W omawianym artykule zaproponowane zostaty operatory genetyczne
(krzyzowania i mutacji) zapewniajace generowanie wylacznie rozwigzan dopuszczalnych.
Algorytm ewolucyjny pracujgcy w oparciu o rozwigzania dopuszczalne zostat poréwnany
z algorytmem Infeasibility Driven Evolutionary Algorithm (IDEA) [Ray 2009], w ktérym
cz¢$¢ populacji zawiera rozwigzania niedopuszczalne, mechanizm selekcji preferuje
rozwigzania dopuszczalne, a wsréd niedopuszczalnych te, ktére lamig ograniczenia

w najmniejszym stopniu. Uzyskane wyniki pokazaly, ze algorytm ewolucyjny pracujgcy
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w oparciu o rozwigzania dopuszczalne daje znacznie lepsze wyniki niz algorytm IDEA, co
pozwala stwierdzi¢, ze opracowanie operatoréw zapewniajacych dopuszczalnosé

rozwigzan jest wazne dla skutecznego rozwigzywania problemu IRP.

Celem projektu NCN bylo opracowanie metod optymalizacji opartych na wiedzy.
Jednym z badanych podejsé byto wykorzystanie informacji pozyskanych przy rozwigzywaniu
wybranych instancji problemu optymalizacji w celu usprawnienia optymalizacji dla innych
instancji tego samego problemu. Dla probleméw grafowych zostaly opracowane algorytmy
wykorzystujace modele uczenia maszynowego, trenowane w oparciu o dane uczace
pozyskane podczas rozwigzywania problemu optymalizacji na mniejszych grafach, ktore
nastepnie mozna wykorzysta¢ podczas rozwigzywania problemu optymalizacji na wigkszych
grafach (podpunkt 0). Dla problemu IRP zostaly opracowane takze inne metody
wykorzystujace wiedzg dziedzinowa lub informacje pozyskane w trakcie rozwigzywania
instancji danego problemu. W artykule [Lipinski2019] opracowane zostalo podejscie
wykorzystujgce sieci optiméw lokalnych (ang. Local Optima Networks, LON) dla
problemu IRP. Problem IRP wymaga zaplanowania tras dla danego horyzontu czasowego
(liczby dni H), przy czym trasa dla kazdego dnia przebiega przez wybrany podzbior sposrod n
lokalizacji zdefiniowanych dla danej instancji problemu IRP. W zwigzku z tym,
zaproponowana zostala metoda, ktora wykorzystuje sie¢ optiméw lokalnych dla problemu
TSP wymagajacego odwiedzenia wszystkich » lokalizacji do rozwigzywania pod-problemu
TSP (wymagajgcego zazwyczaj odwiedzenia n’ < n lokalizacji) dla kazdego z H dni.
W omawianym artykule zaproponowano zastosowanie metody symulowanego wyzarzania
(ang. Simulated Annealing, SA), w ktérym modyfikacje rozwiazan sa dokonywane przy
pomocy informacji pochodzacej z sieci optiméw lokalnych (SA-LON) dla problemu TSP dla
n lokalizacji. Otrzymane wyniki pokazaly, ze zaproponowana metoda SA-LON dziala lepiej
niz klasyczny algorytm symulowanego wyzarzania SA oraz moze by¢ wykorzystana jako
element algorytmu ewolucyjnego rozwiazujacego problem IRP. W artykule [Michalak
2023d] zaprezentowana zostala metoda wykorzystania dodatkowej wiedzy w algorytmie
ewolucyjnym rozwigzujacym problem IRP. Zrédtem dodatkowej wiedzy moze byé znane
dobre rozwiazanie problemu albo interakcja z uzytkownikiem. Poprawe uzyskiwanych
rozwigzah mozna zaobserwowa¢ nawet jesli interakcja z uzytkownikiem sprowadza sig do
jednej sesji podczas calego dzialania algorytmu, w czasie ktorej uzytkownik podaje dziesigé

przykladowych rozwigzan danej instancji problemu.
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Oprocez prac ukierunkowanych na rozwigzywanie problemu IRP, zostaly takze podjete
badania majgce na celu wygenerowanie trudnych instancji tego problemﬁ, co zostalo
podyktowane obserwacjg, ze znane z literatury instancje problemu IRP sg niejednokrotnie
zbyt proste dla komercyjnych narzgdzi optymalizacyjnych. W artykule [Michalak 2021c¢]
omowiono ewolucyjng metod¢ generowania trudnych instancji problemu IRP.
W opisywanej metodzie wykorzystywany jest algorytm ewolucyjny, w ktérym
rozwigzaniami sa wektory liczbowe opisujace instancje problemu IRP, populacja
poczatkowa jest konstruowana na podstawie znanych z literatury instancji problemu, za$
funkcja celu (maksymalizowang) jest czas rozwiazywania danej instancji przez
oprogramowanie komercyjne (np. CPLEX albo Gurobi). Dla trudnych instancji problemu IRP
wygenerowanych zaproponowang metodg czas rozwigzywania przez oprogramowanie
komercyjne jest od kilkudziesigeiu, do stu tysigcy razy dluzszy niz w przypadku
instancji znanych z literatury, ktore zostaly uzyte do zainicjowania poczatkowej populacji
w algorytmie ewolucyjnym. Zaproponowana metoda jest wiec bardzo skuteczna
w generowaniu trudnych instancji problemu IRP. Wygenerowane instancje sa uzyteczne
w testowaniu algorytméw optymalizacji rozwigzujacych problem IRP, poniewaz pozwalaja
lepiej zroznicowad testowane algorytmy niz w przypadku testéw na instancjach dostepnych

w literaturze.

3.4. Prace badawcze oraz wynikajgce z nich publikacje w zakresie
wizualizacji przestrzeni rozwigzan probleméw optymalizacji

Opracowane podejscie do wizualizacji przestrzeni rozwigzan probleméw optymalizacji
[Michalak 2019] umozliwia transformacj¢ danego zbioru rozwigzan z wysokowymiarowej
przestrzeni wektorow binarnych, permutacji, itp. do niskowymiarowej przestrzeni
euklidesowej, co ulatwia rysowanie wykreséw, wizualizacje populacji w algorytmach
ewolucyjnych, itp. Zalozeniem opracowanej metody jest mozliwie dokladne odwzorowanie
odleglosci, co oznacza, ze rozwigzania polozone blisko siebie pod wzgledem przyjetej
metryki w przestrzeni rozwigzan Q powinny by¢ transformowane na punkty potozone blisko
siebie pod wzgledem odleglosci euklidesowej w R> Rozwigzania wygenerowane przez
algorytm ewolucyjny (Rys. 22, (1)) sg transformowane do przestrzeni R* przy pomocy
metody t-distributed Stochastic Neighbor Embedding (Rys. 22, (2)), ktéra transformuje
rozwigzania polozone blisko siebie w przestrzeni  na punkty polozone blisko siebie w R?.

Jedli pozadane jest uzyskanie rownomiernego ukfadu punktow (np. w celu wykonania
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wykresu), wykonywana jest kolejna transformacja przy pomocy zaproponowanego w
omawianej publikacji algorytmu Vacuum Embedding (Rys. 22, (3)). Atrybuty rozwigzan,
takie jak wartosci funkcji celu, ograniczenia, itp. sa przypisywane w niezmienionej formie

punktom w R% (Rys. 22, (4)), co umozliwia ich wykorzystanie do wizualizacji (Rys. 22, (5)).

Transformacja do niskowymiarowej przestrzeni euklidesowej umozliwia pokazanie
rozwiazan znalezionych w trakcie wielu kolejnych uruchomiefi algorytmu ewolucyjnego
(Rys.23) oraz pokazanie przebiegu wybranego uruchomienia. Podobnie, mozna
wizualizowaé przebieg optymalizacji dla pojedynczego uruchomienia algorytmu
optymalizacji. W przypadku wizualizacji dwuwymiarowej (Rys. 24), wartosci funkeji celu
moga byé zaznaczone réznymi kolorami, za§ w przypadku wizualizacji trojwymiarowej
(Rys. 25) dwie wspotrzedne pochodzg z transformacji metodq LDEE, zas trzecig wspoirzedng

jest warto$¢ funkcji celu.

Na zaproszenie ze strony redakcji, metoda LDEE oraz przykladowe zastosowania
zostaly przedstawione w artykule opublikowanym w SIGEVOlution — newsletterze ACM
Special Interest Group on Genetic and Evolutionary Computation [Michalak 2023a].
W artykule [Thomson 2023] metoda LDEE zostata uzyta do zwizualizowania przestrzeni
rozwigzan dla probleinu optymalizacji architektury sieci neuronowej (ang. Neural

Architecture Search, NAS).
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Rys. 22, Dzialanie metody Low-Dimensional Euclidean Embedding (LDEE) [Michalak 2019, Fig. 1]
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Rys. 23. Wizualizacja rozwigzan problemu FFP dla |V] = 100 znalezionych w trakcie jednego
uruchomienia algorytmu ewolucyjnego (kolorowe) w przestrzeni utworzone rozwigzah
znalezionych w trakcie 30 uruchomieri (szare). Kolor punktéw zmienia sig w zaleznosci od

numeru pokolenia od 1 do 250 v algorytmie ewolucyjnym (i6lte — pokolenia poczqgtkowe,
niebieskie — pokolenia koncowe).

o

tes

afe

“a-

58

204

Rys. 24. Dwuwymiarowa wizualizacja rozwigzat dla problemu Four Peaks Problem (4PP)
znalezionych przez algorytm ewolucyjny uruchomiony przez 250 pokoleri. Kolorem niebieskim
zaznaczone sq rozwigzania o niskich wartoSciach funkeji celu a kolorem czerwonym
o wysokich wartosciach funkcji celu. Liczhy omaczajg przyblizone polozenie populacji
W odpowiednich pokoleniach. Biale punkty pokazujg polozenie rozwigzan w pokoleniu 110.
Strzatka wskazuje pierwsze rozwiqzanie, ktore uzpskato premie REWARD = 100.

[Michalak 2019, Fig.
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Rys. 25. Tréjwymiarowa wizualizacja rozwigzah dla problemu Four Peaks Problem (4PP)
znalezionych przez algorytm ewolucyjny uruchomiony przez 250 pokolen. Biale znaczniki
pokazujq polozenie rozwigzah w pokolenin 110. Znacznik czerwony pokazuje pierwsze
rozwigzanie, kire uzyskalo premi¢ REWARD = 100. :
[https://krzysziof-michalak pl/research/ldee/index. himl]

4. Informacja o wykazywaniu si¢ istotng aktywnoScig
naukowa realizowang w wiecej niz jednej uczelni lub
instytucji naukowej w szczegolnoSci zagranicznej

Niektore prace badawcze zwigzane z tematyks glownego osiggnigcia naukowego

zostaly zrealizowane w ramach pobytow w zagranicznych osrodkach goszczacych.

W ramach akcji COST IC1404 zrealizowany zostal pobyt w Institute for
Biocomputation and Physics of Complex Systems (BIFI), Universidad de Zaragoza
w Saragossiec w Hiszpanii w okresie od 2016-11-07 do 2016-12-06. Tematem prac
badawczych bylo modelowanie wiedzy dziedzinowej w zastosowaniu do optymalizacji
w problemach zapobiegania zagrozeniom w sieciach wielowarstwowych (ang. Modelling
domain-specific knowledge for optimizing threat prevention in multiplex networks). Celem
przedsigwziecia bylo polaczenie mojej wiedzy w zakresie optymalizacji z pracami
badawczymi prowadzonymi w BIFI, ktére dotyczg modelowania systemow ztozonych,

miedzy innymi przy pomocy sieci wielowarstwowych, a takze z tematyka akeji COST
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IC1404, czyli modelowaniem systeméw cyberfizycznych (,,Multi-Paradigm Modelling for
Cyber-Physical Systems”). W tym kontekécie, modelowanie przy pomocy sieci
wielowarstwowych ma zastosowanie migdzy innymi do infrastruktury komunalnej,
a w szczegolnosci do rozwigzafi typu ,inteligentne miasto” (ang. smart city). Wzajemne
powigzania wielu systeméw, takich jak sie¢ energetyczna, systemy transmisji danych
i sterowania, komunikacja miejska, itp. powodujg, ze uszkodzenia niektérych z tych
systemow mogg przenosi¢ si¢ na inne systemy potegujac skutki awarii. Gléwne zadania

zrealizowane podczas pobytu to:

1. Zidentyfikowanie wystepujacych w $wiecie rzeczywistym systeméw majacych
strukture sieci zlozomych, w ktorych zastosowanie moze mie¢ zapobieganie
rozprzestrzenianiu si¢ zagrozen. Jednym z przykiadow takich systeméw sa systemy
informatyczne zlozone z wielu powigzanych ze sobg ushig sieciowych (ang. Web
Services) [Eshuis 2015]. Awarie niektérych ustug powoduja niemoznosé
uruchomienia kolejnych, co moze prowadzié¢ do unieruchomienia catego systemu.
Innym przyktadem jest wspomniana powyzej infrastruktura komunalna, ktéra moze
osigga¢ bardzo duzy poziom zlozonoci. Przyktadowo, w artykule [Robson 2015]
opisana jest hierarchia 31 sieci (w tym 6 sieci poWiqzaﬁ lotniczych, 2 sieci
energetyczne, 13 sieci kolejowych, 5 sieci drogowych, 4 sieci rzeczne oraz 1 sie¢
telekomunikacyjna).

2. Zaproponowanie modelu pozwalajacego opisaé system cyberfizyczny o strukturze
wielowarstwowej z uwzglednieniem réznych typow wezldéw sieci, ich atrybutéw
oraz sposobow funkcjonowania i reakcji na awarie, ktére sg istotne z punktu
widzenia modelowania rozprzestrzeniania si¢ zagrozen w takiej sieci.

3. Zidentyfikowanie kilku typowych scenariuszy, w ktérych wystepuja zjawiska
znane z sieci zlozonych (np. zmiana zachowania calego systemu majaca charakter
przejScia fazowego, podatno$é na katastrofalne awarie, itp.), dla ktérych mozna
zastosowa¢ optymalizacje w celu zapobiezenia rozprzestrzenianiu si¢ zagrozen.

4. Opracowanie metod optymalizacji dla scenariuszy opisanych w poprzednim
punkcie oraz wykonanie eksperymentéw, w ktérych mozna zaobserwowaé wplyw

optymalizacji na wrazliwos¢ systemu na awarie, itp.

Raport z realizacji projektu jest dostepny pod adresem:

http://msdl.uantwerpen.be/hosted/mpmdcps/STSM/reports/material/STSM MichalakKrzyszto
£ Report.pdf
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W ramach Programu Bekkera zrealizowany zostal projekt PPN/BEK/2018/1/00430
,Optimization of Epidemics Control in Dynamic Complex Networks” (lista beneficjentow

programu  dostgpna pod  adresem: https://nawa.gov.pl/images/Bekker/bekker-nowa-

lista/Bekker-lista-beneficjentow-2018.pdf). Zostat on wykonany podczas pobytu w Data

Analysis and Modeling Unit (DAMU) na wydziale weterynarii Uniwersytetu
Turynskiego w okresie od 2019-08-01 do 2020-02-29. Celem projektu bylo opracowanie
metod optymalizacji dla problemu zwalczania epidemii choréb zwierzgeych przenoszonych
poprzez transporty zwierzat hodowlanych. Do wykonania symulacji rozprzestrzeniania sig
choroby wykorzystany zostal zbiér danych opisujacych faktyczne transporty zwierzat
w Piemoncie w roku 2017. W celu odzwierciedlenia nieprecyzyjnej wiedzy wystepujacej
w rzeczywistych zastosowaniach przyjeto, ze nie wszystkie przypadki choroby zostaly
zdiagnozowane na poczatku symulowanej epidemii a jedynie pewna czg$¢ Qinown, Oraz, Z¢€
faktyczny graf reprezentujacy transporty zwierzat rozni si¢ od tego, dla ktorego
przeprowadzana jest optymalizacja, poniewaz pewna liczba par krawedzi rewire Zostala
zmodyfikowana poprzez zastapienie krawgdzi (vi, v2) i (vs, va) krawedziami (v(, v4) i {3, v2).
Wynikiem badan przeprowadzonych podczas pobytu w Turynie sa dwa artykuly naukowe.
Artykul [Michalak 2020] przedstawia analiz¢ wplywu niezdiagnozowanych przypadkéw
éhoroby na skutecznoéé dziatania metod optymalizacji. Badania przedstawione w artykule
[A15] zawierajg analiz¢ wplywu niezdiagnozowanych przypadkéw choroby jak réwniez
wplywu réznic migdzy faktycznym grafem (siecig transportow) a grafem uzytym do
optymalizacji. Prace rozpoczgte w ramach Programu Bekkera sg kontynuowane, migdzy
innymi pod katem zastosowania ewolucyjnych sieci neuronowych do przewidywania

transportow zwierzat [Michalak 2023c] oraz zapobiegania epidemiom [Michalak 2023b].

Warto podkresli¢, ze nawigzana w zwigzku z realizacjg projektu w Programie Bekkera
wspolpraca z zespolem DAMU z Uniwersytetu Turynskiego nie ogranicza si¢ jedynie do
prac badawczych dotyczacych metod optymalizacji dla zapobiegania epidemiom.
W ramach tej wspoltpracy, zostaly takze zrealizowane badania w zakresie uczenia
maszynowego dotyczace klasyfikacji dla zbioréw danych cechujgcych si¢ nieréwnowagg klas
[Tarekegn 2021] oraz grupowania (ang. clustering) [Tarekegn 2020], a w czerwcu 2019 na
Uniwersytecie Ekonomicznym we Wroclawiu goscilismy Adane Tarekegn z zespolu DAMU

z Uniwersytetu Turynskiego.
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5. Informacja o osiggni¢ciach dydaktycznych, ksztalceniu

kadry naukowej, organizacyjnych oraz popularyzujacych
nauke

Wsréd moich osiagnie¢ dydaktycznych warto wymienié przedmioty prowadzone

w jezyku angielskim:

1. Przedmioty Information Technologies (laboratorium), Introduction to Computer

Science (wyktad+éwiczenia) oraz Business Programming (wyktad+laboratorium)
dla studentéw pierwszego roku pierwszego stopnia na kierunku Business
Informatics.

Przedmiot Mining of Financial Databases (prowadzony w zaleznosci od edycji
kursu w formie wyklad+laboratorium Ilub samo laboratorium) dla studentéw
drugiego roku drugiego stopnia na kierunku Finance.

Przedmiot Bioinspired and Soft-Computing Methods in Data Analysis and
Optimization, bedacy moim autorskim kursem wyktadowym, dla studentow
drugiego roku drugiego stopnia na kierunku Informatyka w biznesie. Tematem
kursu jest wykorzystanie metod metaheurystycznych, a w szczegdlnodci
algorytméw  ewolucyjnych do  rozwigzywania réznorodnych  problemoéw
optymalizacji, poczynajac od  typowych jednokryterialnych  probleméw
rzeczywistoliczbowych i kombinatorycznych, az do zastosowad w optymalizacji
wielokryterialnej, grafowej, itp. Przy opracowywaniu materiatéw dla studentéw do
wizualizacji przestrzeni rozwigzan probleméw optymalizacji zastosowano migdzy

innymi metod¢ LDEE, opisang w punkcie 3.4.

W latach 2018-2023 pelnilem funkcje promotora pomocniczego w przewodzie

doktorskim mgr Magdaleny Zabickiej-Wiodarczyk na temat: Big Data i zaawansowana

analityka biznesowa w zarzadzaniu relacjami z klientami w przedsi¢biorstwach handlu

detalicznego (praca obroniona 2023-02-21, stopiefi nadany 2023-04-20°).
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6. Nagrody Rektora

W latach 2014-2023 otrzymalem 12 nagréd Rektora Uniwersytetu Ekonomicznego we
Wroclawiu za osiagnigcia naukowo-badawcze oraz za osiggnigcia w ksztalceniu lub

wychowywaniu studentoéw lub ksztalceniu doktorantéw (Tab. 4).

Tab. 4. Nagrody Rektora

Nagrodastopnia [ Zaosiggnigeia |

2014 It Naukowo-badawcze
2015 I Naukowo-badawcze
2016 I Naukowo-badawcze
2017 1 Naukowo-badawcze
2018 I Naukowo-badawcze
2019 I Naukowo-badawcze
2020 I Naukowo-badawcze
2021 I Naukowo-badawcze
2022 I Naukowe
111 Ksztatcenie lub wychowywanie studentow
lub ksztalcenie doktorantéw
2023 I Naukowe
I Ksztalcenie lub wychowywanie studentow
lub ksztalcenie doktorantdw
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