[l!
Wplyw)

1~%W

Katedra

), 0

DO

Prof. dr hab. inz. Krzysztof Krawiec Poznan, 25.07.2022
Instytut Informatyki

Politechnika Poznanska

ul. Piotrowo 2

60-965 Poznan

Recenzja rozprawy doktorskiej
mgr inz. Dominiki Sutot
p.t. “Development of machine learning algorithms
operating on small datasets to assist in the diagnosis
of eye diseases”

1. Tematyka rozprawy

Tematem rozprawy doktorskiej mgr inz. Dominiki Sutot sg algorytmy inteligentnej analizy danych
na potrzeby wspomagania diagnostyki obrazowej w okulistyce. W szczegdlnosci, doktorantka
skupia sie na rozwijaniu algorytmow uczgcych sie z danych, w oparciu o szeroko rozumiane
techniki uczenia maszynowego, w tym zaréwno techniki tradycyjne, jak i te wpisujgce sie w
paradygmat uczenia gtebokiego (deep learning). Innym wyréznikiem rozprawy jest dazenie do
rozwijania metod zdolnych do skutecznego uczenia sie z niewielkiej liczby przyktaddw.

Obszar tematyczny rozprawy plasuje sie zatem w analizie obrazow, uczeniu maszynowym, a
zatem posrednio takze w obszarze sztucznej inteligencji. Praca ma charakter stosowany, tj.
proponowane algorytmy i architektury weryfikowane sg na rzeczywistych danych medycznych.
Taka charakterystyka rozprawy pozwala mi zaklasyfikowac jg do dyscypliny naukowej Inzynieria
Biomedyczna.

2. Ocena tresci rozprawy i wktadu oryginalnego

2.1 Tresc¢ rozprawy

Przediozona rozprawa przygotowana zostata w jezyku angielskim, ma objetos¢ okoto 100 stron,
a je] zasadnicza czes¢ sklada sie ze wstepu, czterech rozdziatdw oraz bibliografii. Wediug
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deklaracji Autorki, praca oparta jest gtownie na trzech opublikowanych przez nig wczesnigj
artykutach.

Rozdziat pierwszy stanowi wprowadzenie do sztucznej inteligencji, w szczegdlnosci do metod
uczenia ~maszynowego. Wprowadzajac uczenie maszynowe, Doktorantka zwigzle
zaprezentowata jego gtowne metodyki i paradygmaty, w szczegdlnosci podziat na uczenie
nadzorowane, nienadzorowane i inne. Dalej mgr Sutot krétko charakteryzuje standardowe
podejécia uczenia maszynowego, w tym miedzy innymi proste modele neuronowe, klasyfikatory
Bayesowskie, drzewa decyzyjne, metody minimalnoodlegtosciowe oraz metode wektorow
wspierajacych. Nastepnie znajdziemy w pracy prezentacje podstaw modeli glebokiego uczenia,
w tym sieci splotowych. Rozdziat zawiera takze krotkg prezentacje podstawowych metryk
skutecznosci systemow klasyfikacyjnych. Poczgwszy od sekcji 1.2, Autorka koncentruje sie na
zasygnalizowanym w tytule pracy aspekcie malych danych, a doktadniej scenariuszach uzycia
w ktorych liczba przyktadéw uczacych jest niewielka, w tym takze niewielka wzgledem
zawartosci informacyjnej poszczegodlnych przykiadéw, wyrazonej na przyktad liczbg cech (tzw.
klatwa wymiarowosci). Autorka prezentuje wybrane techniki ktére adresujg ten problem, w tym
miedzy innymi techniki augmentacji danych, w szczegolnosci augmentacji obrazow. Rozdziat
konczy sie krotkim przegladem zastosowan metod uczenia maszynowego w okulistyce.
Przeglad ten podzielony jest na trzy watki, ktére odpowiadajg scenariuszem uzycia rozwazanym
w dalszych czesciach pracy, tj. klasyfikacji pod katem diagnostyki medycznej, segmentadji
struktur anatomicznych w obrazach, oraz selekcji cech.

Rozdzialy 2 i 3 rozprawy stanowig jej glowng czesé i prezentujg catoS¢ oryginalnych
przyczynkow. Pierwszy z nich koncentruje sie na metodyce eksperymentalnej oraz
eksperymentach wstepnych; rozdziat 3 z kolei prezentuje finalne wyniki ilosciowe i
przeprowadza ich dyskusje. W obu rozdziatach poszczegodlne sekcje odnosza sie do wyzej
wymienionych trzech scenariuszy uzycia, dlatego pozwole sobie dalej charakteryzowac te czgsc
rozprawy wspolnie dla rozdziatow 2 i 3.

Dla scenariusza uzycia wspomagania diagnostyki jaskry Autorka wykorzystuje obrazy
pozyskane technikg scanning laser ophthalmology (SLO) i pracuje ze zbiorem 227 badan
skiadajgcym sie ze 105 przypadkéw pozytywnych i 122 przypadkow kontrolnych. Doktorantka
przedstawia najpierw proby wykorzystania tradycyjnych technik analizy obrazu na potrzeby tego
problemu diagnostycznego, wykazujac ich niewystarczajacg skuteczno$¢, co stanowi
motywacje dla wykorzystania technik uczenia maszynowego. Zestaw algorytmow uczenia
maszynowego wykorzystanych w tym celu pokrywa sie z tym prezentowanym w rozdziale
pierwszym rozprawy. Wykorzystanie tych algorytméw pozwolito na polepszenie skutecznosci
predykcyjnej w pordéwnaniu z klasycznymi technikami analizy obrazu, jednak w stopniu nadal
dalekim od satysfakcjonujgcego. W efekcie Autorka zaproponowata wykorzystanie splotowych
sieci neuronowych w kilku wariantach, w szczegolno$ci architektur znanych juz z poprzednich
prac oraz pewnej architektury autorskiej. W celu dalszego polepszenia skutecznosci
predykcyjnej, mgr Sufot uzyta takze komitetu klasyfikatorow bazujgcego na podzbiorach
otrzymanych w efekcie podziatu kolekcji danych technikg walidacji krzyzowej (cross validation).



Wyniki ilosciowe dla tego scenariusza uzycia, zaprezentowane w rozdziale 3, ilustrujg
stopniowg progresje jakosci, wynikajaca z wykorzystania roznych danych wejsciowych
(oryginalny obraz, grubos¢ warstwy RNFL), typow klasyfikatorow i architektur sieci
neuronowych. W ostatecznym rozrachunku najlepsze wyniki uzyskano gtebokg siecig splotowg
o dedykowanej architekturze z jednoczesnym wykorzystaniem komitetu takich modeli, gdzie
finalna decyzja podejmowana jest na podstawie gtosowania.

W ramach scenariusza uzycia dotyczacego segmentacji obrazu, Doktorantka
skoncentrowala sie na zadaniu segmentacji blony Brucha w obrazowaniu OCT, a doktadniej w
pojedynczych tomogramach pochodzacych z tego obrazowania. Celem bylo w szczegolnosci
wyznaczenie otwarcia w btonie Brucha (Bruch's Membrane Opening, BMO), ktérego
wyznaczenie ma szczegolnie przetozenie diagnostyczne. Wykorzystano zbiér badan czgsciowo
pokrywajacy sie z poprzednim scenariuszem uzycia, obejmujgcy 325 pacjentéw, dla ktorych z
wolumenu danych OCT wybrano po 16 tomograméw obejmujgcych obszar dysku. W efekcie
powstata kolekcja 5200 obrazow, ktéra zostata nastepnie recznie oetykietowania przez
eksperta, ktory w kazdym z tomogramow oznaczyt dwa punkty charakteryzujgce potozenie
koncow BMO. Nastepnie tak otrzymane dane przelozone zostaty na zadanie klasyfikacji, w
ktorym wszystkie piksele w tomogramie znajdujgce sie w obrebie BMO stanowig klase
pozytywna, a pozostate piksele klase negatywng. Autorka zaproponowata trzy sposoby
prezentacji tak przygotowanych danych systemom uczacym sie: w postaci pojedynczych
a-skanow, podokien, oraz catych obrazéw. Dla kazdej z tych trzech reprezentacji rozwazano
takze wariant tréjwymiarowy (3D), w ktérym poza biezgcym tomogramem na wejscie systemu
uczgcego sie podawane sg takze dwa tomogramy sasiednie, tj. poprzedni i nastepny (w sensie
osi'Y).

W tym scenariuszu uzycia wykorzystano wytacznie modele uczenia gtebokiego, ktorych
architektury byly dostosowane do trzech wymienionych wyzej reprezentacji danych
wejsciowych: architekture gestg dla pojedynczych a-skandw, architekture splotowo-gesta dla
klasyfikacji podokien {patches, windows), oraz architekture typu U-net dla wariantu reprezentac;ji
w ktorym wykorzystywano cate tomogramy. W tym ostatnim przypadku warto$Sci zwracane przez
model dla poszczegodlnych pikseli musiaty by¢ poddane jeszcze dodatkowemu przetwarzaniu,
ktorego celem byta agregacja decyzji na poziomie catego a-skanu. Decyzje wskazywane przez
modele wymagajg nastepnie dalszego przetworzenia, autorskim algorytmem 1 (sekcja 2.2.2),
celem jednoznacznego wyznaczenia potozen BMO. Rozwazano takze inne warianty
architektury U-net. Proces uczenia i testowania modeli powtarzano trzykrotnie celem uzyskania
istotnosci statystycznej wynikéw. Najlepsze wyniki w kategoriach trafnosci klasyfikacji osiagnat
model U-net. Poza tym Doktorantka przeprowadzita takze ocene jakosci modeli w kategoriach
rozbieznoéci wskazywanej lokalizacji otwarcia BMO wzgledem lokalizacji rzeczywistej. Takze i
te wyniki potwierdzity przewage modelu U-net. Dodatkowe eksperymenty z wariantami
architektury U-net nie doprowadzily juz do dalszych popraw.

Scenariusz uzycia selekcji cech dotyczyt danych klinicznych (tzw. biomarkeréw). Doktorantka
proponuje metode selekcji wykorzystujgcg komitet klasyfikatorow, w  ktorym kazdy z
klasyfikatoréw bazowych uzywa potencjalnie innego podzbioru cech, ktéry losowany jest nie



jednostajnie, lecz w sposob ukierunkowany rozktadem prawdopodobienstwa skonstruowanym
na bazie wartosci statystyki F testu ANOVA (co rézni proponowane podejécie od znanej metody
Random Subspace). W czesci eksperymentalnej, mgr Sutot aplikuje zaproponowang metode do
zbioru 211 pacjentéw opisanych 48 biomarkerami, gdzie zadaniem jest przydzielenie pacjenta
do jednej z 3 klas decyzyjnych (jaskra, podejrzenie jaskry, pacjent zdrowy). Ocena ilosciowa
wskazuje na przewage proponowanej metody nad Random Subspace oraz podejsciem
referencyjnym (brak selekcji cech).

Dodatkowym watkiem, prezentowanym w sekcjach 2.4 i 3.4, jest wykorzystanie ortogonalnej
sieci splotowej, w ktérej algorytm uczenia/optymalizacji wykorzystuje funkcje straty
wzbogacong o dodatkowy czion penalizujgcy nieortogonalnos¢ wektorow parametrow
(reprezentujgcych poszczegolne filtry w danej warstwie splotowej). Celem tego czionu jest
promowanie dywersyfikacji wyksztatcanych filtrow. Doktorantka zaaplikowata te architekture do
zbioru danych CIFAR-10 (zadanie klasyfikacji) oraz zbioru 7340 tomogramow OCT (zadanie
segmentacji warstw anatomicznych), testujgc skuteczno$¢ procesu uczenia w funkcji
zmieniajgcego sie rozmiaru zbioru uczgcego. Eksperymenty obliczeniowe podsumowane w
sekcji 3.4 wykazaly skuteczno$¢ czionu ortogonalizacyjnego w obu problemach, tj. modele
wykorzystujace ten czion szybciej osiagaly wyzszg trafnosc¢ klasyfikowania i utrzymywaty jg
takze po zakonczeniu uczenia; efekt ten byl szczegdlnie widoczny dla matych zbiorow
uczgcych.

Rozprawe zamyka rozdziat 4, podsumowujgcy wypracowane wyniki i krotko dyskutujgcy
mozliwe kierunki dalszych prac.

2.2 Wkiad oryginalny

Do oryginalnych przyczynkéw rozprawy naleza moim zdaniem przede wszystkim:

1. Dedykowana architektura gtebokiej sieci neuronowej dla scenariusza diagnostycznego i
jej potgczenie ze schematem komitetu glosujacych klasyfikatorow (sekcja 2.1).

2. Metoda selekcji cech w potgczeniu z komitetem klasyfikatoréw, wykorzystujgca rozktad
prawdopodobienstwa bazujgcy na analizie ANOVA, celem selekcji skorelowanych cech
(sekcja 2.3.2).

3. Zaaplikowanie znanych metod uczenia maszynowego oraz modeli sieci neuronowych
(oraz ich rozszerzen, w szczegolnosci czionu promujacego ortogonalizacje wag filtrow
splotowych) do  specyficznych  probleméw  diagnostyki  medycznej oraz
przetwarzania/interpretacji obrazéw medycznych, w tym wykazanie szczegdlnej
przydatnosci ortogonalizacji dla problemdw z ograniczong liczbg przyktadow.



2.3 Ocena zawartosci pracy i uwagi polemiczne

Rozprawa zredagowana jest przejrzyScie i napisana przystepnym jezykiem angielskim.
Organizacja tekstu jest klarowna, a lekture utatwiajg adekwatne odwotania krzyzowe oraz lista
skrotow. W catej tresci pracy dopatrzytem sie jedynie kilku literéwek.

Doktorantka zdefiniowata w czesci koncowej wstepu cztery hipotezy badawcze, ktore w mojej
ocenie zostaty zweryfikowane w ramach prac przedstawionych w rozprawie. Pozwole sobie
jednak nadmieni¢ ze hipotezy 2 i 3 majg bardzo ogélnikowy charakter, i osobiscie uwazam ze
ich prawdziwosc¢ byta w znacznym stopniu przesadzona juz w momencie ich formutowania.

Podczas lektury rozprawy dopatrzytem sie pewnych watpliwosci i uchybien, ktore krétko opisuje
ponizej.

1.

Pierwsza uwaga polemiczna dotyczy braku dobrze zdefiniowanego zbioru testujgcego,
ktory stanowitby jedynie finalny probierz skutecznoéci poszczegolnych modeli. Autorka
przeprowadza szereg eksperymentdw wykorzystujgcych coraz bardziej wyrafinowane
modele uczenia maszynowego, oceniajgc ich zdolnos¢ predykcyjng schematem
walidacji krzyzowej. Sam schemat walidacji krzyzowej ma oczywiscie na celu redukcje
ryzyka przeuczenia. jednak realizujgc kolejne eksperymenty na bazie tego samego
podziatu tego samego zbioru, otrzymywana zdolnos¢ predykcyjna stanowi podstawe
decyzji odnosnie wyboru i hiperparametryzacji kolejnych modeli. W szczegdlnosci, jezeli
podziat kolekcji danych na podzbiory walidacji krzyzowej pozostaje niezmienny w
kolejnych eksperymentach, istnieje ryzyko ze otrzymane wyniki obcigzone sg tym
konkretnym podziatem, a w konsekwencji otrzymane modele moégtby uzyskiwaé inne
(gorsze) wyniki gdyby testowac je na innym podziale. Metodycznie bardziej poprawne
byloby wyodrebnienie wiasciwego docelowego zbioru testujgcego, na ktérym modele
testowane bylyby dopiero post-factum, tj. po zakonczeniu wszystkich eksperymentéw.
Wykorzystanie testu Wilcoxona dla prezentacji wynikéw w tabelach 3.1 i 3.2 jest
ryzykowne. W obecnoéci wielu (wiecej niz dwoch) konfiguracji, wykorzystywanie testow
statystycznych dla par prob zwieksza ryzyko popeinienia bledu fatszywie dodatniego. W
takich przypadkach stosowa¢ mozna na przykiad test Friedmana z analizami post-hoc.
Podobna uwaga dotyczy testu t-Studenta stosowanego w sekcji 3.3 (Tabela 3.8).

W scenariuszu 2, stosowanie trzech osobnych podsieci neuronowych dla biezgcego
poprzedniego i kolejnego tomografu w podejéciu klasyfikacji catych a-skandéw w trybie
3D wydaje sie dyskusyjne. Rozwazane tu tomogramy majg takie same charakterystyki,
a zatem bardziej naturalne bytoby wykorzystanie tej samej podsieci dla wszystkich
trzech tomograféow (tak jak np. w tzw. sieciach syjamskich, czyli alternatywnie tzw.
wspodtdzielenie wag).

Réwnolegta prezentacja wspotczynnikow Dice i Jaccard (DSC i JSC; tabela 3.4 i dalsze)
jest redundantna, poniewaz warto$¢ jednego z nich w peini determinuje wartosc¢
drugiego, a zaleznos¢ pomiedzy nimi jest monotoniczna.

Agregacja wynikow z Tabeli 3.7 w Tabeli 3.8 przeprowadzona jest z wykorzystaniem
$rednich, co jest dyskusyjne, poniewaz agregowane zmienne charakteryzujg sie réznymi
rozktadami. Lepszym podejsciem byloby rangowanie podejs¢ (klasyfikatorow bazowych)



a nastepnie uérednianie rang. Podobna uwaga dotyczy agregacji prezentowanej w
Tabeli 3.9.

6. W wiekszosci eksperymentéow przeprowadzonych w rozprawie brakuje bezpoéredniej
konfrontacji proponowanych metod z metodami znanymi z literatury (poza nielicznymi
wyjatkami, np. poréwnanie z metodg Random Subset). Na przyktad dyskusja finalnych
wynikow klasyfikacji diagnostyki jaskry nie odnosi sie w zaden sposéb do prac wezeéniegj
wymienionych w przegladzie literatury (sekcja 1.3). Dalej, w drugim scenariuszu uzycia,
w sekcji 3.2 na dole strony 78 Doktorantka sygnalizuje ze otrzymane wyniki sa lepsze
niz te otrzymane we wczesniej publikowanych pracach, jednak nie cytuje tych prac.

7. W pracy nie przedstawiono wielu detali proponowanych podejs¢ i architektur, co
utrudnia, a nawet uniemozliwia replikacje przeprowadzonych eksperymentéw. Na
przyktad prezentacja architektury stuzacej do klasyfikacji a-skandéw w sekcji 2.2
ogranicza sie do rysunku 2.11; brak jest detali dotyczacych liczby warstw w modelu,
liczby unitow w warstwach, itd. Zaktadam niemniej ze przynajmniej cze$¢ brakujgcych
specyfikacji znalez¢ mozna w artykutach Autorki na ktorych oparta jest rozprawa.

8. Z drobnych niedociggnie¢, komentarz do tabeli 3.2 na stronie 71 mowi o poprawie
wynikéw o 30%, co wydaje sie wartoscig zawyzong gdy poréwnywac je z tabelg 3.1 -
chyba ze Doktorantka ma na mysli poprawe wzgledem wczesniejszych wynikow.

Z komentarzy dotyczacych redakcji pracy, osobiscie uwazam ze w dzisiejszej praktyce ogolne
wstepy, jak na przykiad tutaj wstep do sztucznej inteligencji, sg raczej nadmiarowe. Metody
omawiane w sekgcji 1.1 stanowig dzi$ elementarz uczenia maszynowego; uwazam ze lepiej byto
podwieci¢ wiecej miejsca na bardziej szczegétowy przeglad zastosowan uczenia maszynowego
w okulistyce, oraz na scharakteryzowanie problemu matych danych oraz technik adresowania
tego problemu. Jestem tez zdania ze podziat tresci rozprawy na osobny rozdziat Research
Summary oraz rozdziat Results and Partial Conclusions jest dos¢ sztuczny (i prowadzi tez do
niepotrzebnych powtdrzen), zwlaszcza gdy badania prowadzone sg w trzech rownolegiych
watkach; bardziej naturalne bytoby przetasowanie tej tresci i rozbicie je na trzy-cztery osobne
rozdziaty dedykowane rozwazanym scenariuszem uzycia.

3. Konkluzja korncowa

Przedstawiona do oceny rozprawa doktorska mgr inz. Dominiki Sutot zawiera oryginalne i
wartoéciowe osiggniecia, zweryfikowane na wymagajgcych i zréznicowanych problemach
rzeczywistych. Uwazam ze hipotezy postawione przez Autorke pracy zostaty zweryfikowane.
Wymienione wyzej uwagi polemiczne majg stanowi¢ przydatng informacje zwrotng, i nie
wplywajg na mojg ogolnie pozytywng ocene przedtozonej rozprawy.

Wobec powyzszego stwierdzam, ze rozprawa doktorska mgr inz. Dominiki Sutot spelnia
warunki stawiane przez ustawe o tytule naukowym i stopniach naukowych w odniesieniu
do rozpraw doktorskich, a zatem powinna by¢ dopuszczona do publicznej obrony, o co
wnosze do Rady Dyscypliny Naukowej Inzynieria Biomedyczna Politechniki
Wroctawskiej.



